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1 Pravdépodobnost — tvod

Jak si pfi Ctenf asi brzy vSimnete, jednd se o pracovni verzi s mnohymi pieklepy a nedo-
délky, snad bude i tak uZite¢nd ke studiu. Pokud objevite néjaky preklep (a zejména né-
Zatim chyby objevili Jan Addmek, Tomas Bod’a, Simon Dvoidk, Dominik Farhan (ten
i poradil zjednoduseni dikazu Véty 85), Jakub Kubik, Matej Lieskovsky, Jan Mitka,
David Nguyen, Pavol Rajczy, Milan Vesely, Pavel Valtr, Krystof Visndk a Katefina
Vokalova. Dékuji!

Aplikace na rozehrati Dfive nez zatneme s budovanim pravdépodobnosti od za-
¢atku, ukaZme si jednu rychlou aplikaci.

Priklad 1. Ddny dva polynomy f, g stupné d. Chceme zjistit, zda jsou stejné, a to co
nejrychleji. Polynom f je ddn svymi koeficienty, tj. f(x) = Z?:o a;x*, polynom g Ize
psdt jako g1 - go a mdme zaddny koeficienty polynomit g1 a go.

Zjevné feSent je najit koeficienty polynomu g a pak srovnat, pro ¢ = 0, ..., d, jestli
koeficient v g u 2% je roven a;. To je ale dost pomalé: O(d?) pokud budeme nésobit
piimocate, nebo O(dlog d) pokud pouZijeme pro nasobeni polynomi DFT. UkdZeme
si, jak ovéfeni provést v ¢ase O(d), pokud ndm nevadi mald pravdépodobnost chyby.

Zvolime parametr k, jako malé pfirozené C¢islo. Vybereme ndhodné a nezavisle
(tj. opakované volame funkci random.randint () nebo jeji ekvivalent) Cisla z1, ...,z
zmnoziny S = {1,2,...,10d}. Pro kazdé z nich ovéfime, zda f(x;) = g1(x;)g2(x;).
(To 1ze jisté udé€lat v linedrnim Case.) Pokud pro néjaké ¢ rovnost neplati, tak vime jisté,
7e f # g. Pokud rovnost plati pro vS§echna ¢ = 1,. .., k, budeme mit za to, Ze f = g.
Jaka je pravdépodobnost, Ze jsme se zmylili? VSechna z; jsou kofeny polynomu f — g.
Ten ma stupei nejvyse d a neni nulovy (jinak jsme se nezmylili). Proto ma f —g nejvyse
d kofentli — a vSechna ¢isla x; jsou mezi nimi. To se pro jedno i stane s pravdépodobnost{
< ﬁ = 1—10, pro vSechna i s pravdépodobnosti 1/10%.

Nalezli jsme tzv. pravdépodobnostni algoritmus: v linedrnim Case zjistime, zda
f = g, pticemz kladnd odpovéd miize byt $patné s pravdépodobnosti 107, Jedn4
pro polynomy ve vice proménnych. Na tomto principu je zaloZena i jedna metoda ran-
domizovaného testovani prvociselnosti.



Pravdépodobnost — intuice, definice N¢které jevy neumime nebo nechceme popsat
kauzdlné: hod kostkou sice popisuji fyzikdlni zdkony, ale pokud by bylo mozné zmé-
fit presné zplsob hazeni a predpovédet, které Cislo padne, tak by to hry s kostkami
pokazilo, obdobné pfi hodu Sipkou na ter¢.

Pocet emaild, které dostaneme za jeden den, typicky zavisi na rozhodnuti mnoha
jinych lidi. Doba béhu programu na redlném pocitaci zavisi zejména na tom, jak chytie
je naprogramovany, ale také na tom, co dé€laji ostatni programy, coz ovliviiuje naplnéni
kesi, atd.

Ponechme stranou fyzikalné-filosofickou otdzku, zda néco miize byt opravdu na-
hodné, nebo zda je vesmir deterministicky. (I v takovém pripadé by byla teorie pravdé-
podobnosti uzitecna pro studium slozitych systému s chaotickym vyvojem, viz piiklady
vyse.) Misto toho piejdéme k tomu, co pro pravdépodobnostni popis néjaké situace po-
tfebujeme.

Elementarni jevy V prvni fad€ si musime pofidit mnozinu (2. Jeji prvky (budeme jim
fikat elementdrni jevy) budou odpovidat jednotlivym vysledkim néjakého ndhodného
experimentu. Slovo experiment pouzivime hodné obecné€, miize zahrnovat jedno Cislo,
které padlo na hraci kostce, nebo cely pribéh vypoctu v pocitadi, véetné vSech stavil
vsech registri a kesi, nebo i (uZ bez naroku na konkrétni vypocet) cely stav vesmiru.
Nicméné pro jeden hod kostkou budeme typicky pouZzivat Q = [6] = {1,2,...,6} -
zajimd nés jen vysledek a ne tfeba draha letu kostky. Pro popis tfi hodi kostkou bude
Q) = [6]3, pro nekone¢nou posloupnost hodéi definujeme 2 = [6]" (mnoZina v§ech
zobrazeni N do [6], neboli viechny nekone¢né poslouponosti &isel 1, 2, ..., 6).

Pro popis poctu emaild mizeme brat {2 = Ny (pokud nés opravdu zajima jen jedno
¢islo v jednom dni), pro dobu béhu {2 = R. Pfi hazeni Sipkou na ter¢ bude {2 mnoZina
vSech bodu terCe, coZ miZzeme popsat napf. jako jednotkovy kruh v roving.

Prostor jevi Ddle vybereme prostor jevii (event space) F jako podmnoZinu potenéni
mnoZiny £(f). Jev je néjakd mnoZina elementdrnich jevi, ,,néco, co nastalo®, u kte-
rého budeme chtit méfit jejich pravdépodobnost. Casto F = (1), to je mozné vzdy,
kdyz Q je spocetna a v takovém piipadg je to typickd volba. Abychom mohli s méfe-
nymi jevy dobfe pracovat, tak je potfeba, aby tvofili systém uzavieny na béZné operace.
To popisuje ndsledujici definice.

Definice 2. F C P2(Q) je prostor jevii (téZ o-algebra), pokud
1. 0eFaQedF,
2. Ae F=Q\ A€ F (mnozinuQ\ A, 4. doplnék A, znacime zkrdcené A°)

3. Al,Ag,...GJ:Z> UAiEJT'
i=1

Z tteti podminky specidlné plyne uzavienost na sjednoceni kone¢n€ mnoha mnoZin:
muiZeme volit Ay 1 = Agyo = --- = ) a zjistime, Ze pokud A, ..., Ay € F, tak i
A U---U A, € F. Kombinaci s druhou podminkou dostdvdme také uzavienost na
priniky (konecné i nekone¢né) a dopliky.



Mnozina £ () spliiuje podminky této definice. Nicméné pro 2 = R, nebo 2 =
{0,1} pro F = 22(Q) nedokazeme provést posledni krok popisu ndhodnych jevd, tj.
definovat na F pravdépodobnost.

Axiomy pravdépodobnosti Strucné: co si predstavit pod pojmem pravdépodobnost?
Pro jev A € F &islo P(A) uréuje néco jako miru divéry v to, Ze ,,nastane jev A“, ne-
boli, Ze vybereme néjaky elementarni jev, prvek w € (2, takovy, ze w € A. Pokud
zkoumédme experiment, ktery lze opakovat, tak miZzeme P(A) chédpat jako dlouhodo-
bou dspésnost, pocet pokust, kdy jsme vybrali prvek A. Pro jevy, které principidlné
opakovat nelze, mizeme P(A) chdpat subjektivné, pomoci hrani¢niho kurzu, se kte-
rym jsme je§té ochotni si na A vsadit. Vice se tim, co P(A) vlastné znamend budeme
zabyvat v ¢asti o statistice. TODO: nebo uz tady? TODO: piiklad1 kostka TODO: pfi-
klad2 ¢aj Thomas Bayes

Definice 3. P : F — [0, 1] se nazyvd pravdépodobnost (probability), pokud
1. P(2) =1, addle

2. P(U A;) = >, P(4;), pro libovolnou (nekonecnou) posloupnost po dvou dis-
i=1 i=1
Junktnich jevit A1, A, ... € F.

Pozorovani
* P((0) = 0: sta&i v definici pravd&podobnosti vzit A; = () pro viechna i

* Druhd podminka z Definice 3 plati i pro konecné mnoho mnozin. Jsou-li totiZ

A1, ..., A, po dvou disjunktni, miZeme zvolit A, 11 = Ao =---=0a
P JA)=P(JA) =D PA)=> P4
i=1 i=1 i=1 i=1

Definice 4. Pravdépodobnostni prostor (probability space) je trojice (2, F, P) takovd,
Ze

e Q) # 0 je libovolnd mnoZina elementdrnich jevii,
o F C P(Q) je prostor jevii, a

* P je pravdépodobnost.

Nazvoslovi

o A je jisty jev znamend P(A) = 1. Také se iikd, Ze A nastdvd skoro jisté
(almost surely), zkracené s.j. (a.s.).

e A je nemozny jev znamena P(A) = 0.



» Sance (odds) jevu A je O(A) = %. Napft. Sance na vyhru je 1 ku 2 znamen4,

Ze pravdépodobnost vyhry je 1/3; Sance, Ze na kostce padne Sestka je 1 ku 5.
K rozmysleni 1. Znamend P(A) = 0 roté?, jako A = ()?

Pfi vSech vypoctech i teoretickych tvahdch budeme casto pouZivat ndsledujici vlast-
nosti pravdépodobnosti.

Véta 5. V pravdépodobnostim prostoru (Q, F, P) plati pro A, B € F
I P(A)+P(A9) =1  (A°=Q\ 4)
2. AC B = P(B\ A) = P(B) — P(A) = P(A) < P(B)
3. P(AUB) = P(A) + P(B) — P(ANB)
4. P(A1UAyU...) <>, P(A;) (subaditivita, Booleova nerovnost)

Diikaz. 1. Plati, ze 2 = AU A° a mnoziny A, A€ jsou disjunktni. Proto P(2) =
P(A) + P(A°). Dle definice je P(§2) = 1, proto jsme hotovi.

2. Obdobné jako v minulé asti miZzeme psit B = A U (B \ A) a odsud plyne
P(B)=P(A)+P(B\A) > P(A).

3. Ozna¢me C; = A\ B,Cy = AN B aC3 = B\ A. Podle definice mnoZinovych
operaci platit AUB =CyUCyUC5, A =CyUCsa B = Cy U (3. Navic jsou
mnoziny C, Cs, C53 po dvou disjunktni. Z definice pravdépodobnosti tedy plyne,
Ze P(AUB) = P(C1)+ P(C3) + P(Cs), zatimco P(A) = P(Ch) + P(Cy) a
P(B) = P(C3) + P(C3). Odsud jiZ snadno plyne co potfebujeme.

4. Asi jste si uz vSimli, Ze vSechny dikazy byly zaloZeny na tom, Ze jsme hledali
rozklad néjaké mnoZiny na sjednoceni po dvou disjunktnich mnoZin — to proto,
abychom mohli pouzit druhou ¢ast definice pravdépodobnosti. I zde pouzijeme

tento ,trik zdisjunktnéni“. Ozname B; = A; a B; = A; \ Uj<i Ajproi > 1.
Snadno si rozmyslime, Ze

* B; C A;atedy P(B;) < P(A;) pro vSechna i

* BiNBj=0proi#j

* Ui 4 =UZ, Bi
Odsud uz snadno ziskdme co potiebujeme:

P JA) =P(JB) =Y P(B;) <) P(A).
i=1 i=1 i=1 i=1
O

Z diskrétni matematiky jist€ zndte vzoreCek podobny bodu 3 z predchozi véty: |AU
B| = |A| + |B| — |A N B|. Za chvili si ukdZeme, Ze se jednd o specidlni pfipad, kdy
pouzijeme takzvany klasicky pravdépodobnostni prostor. Pravdépodobnostni variantu
md i roz§ifeni na vice mnoZin, Princip inkluze a exkluze. Ten zde zminime jen bez
dikazu (ten bude jako cviceni pozdéji, TODO odkaz).



Véta 6. V pravdépodobnostnim prostoru (Q, F, P) plati pro Ay, ..., A, € F vztah

P(A U UA,) =Z((—1)’H 3 PN Ai))
k=

1 ety el

1.1 Priklady pravdépodobnostnich prostora

Klasicky: neboli kone¢ny s uniformni pravdépodobnosti: €2 je libovolnd konecna
mnozina, F = Z(Q), P(A) = |A|/|€]. (To je ten klasicky vzorec pro pravdépo-
dobnost: pocet dobrych moznosti déleno poctem vsech.)

Predstava: 2 je bedna s mi¢ky, ty v mnoZiné A jsou Cervené. Ptime se, jakd je
pravdépodobnost, Ze vytdhneme Cerveny micek.

Diskrétni: zobecnéni pfedchoziho pripadu. Q@ = {w1,ws, ... } je libovolnd spoletnd

mnozina. Jsou déna p,pa, - - - € [0, 1] se souétem 1.
P(A)= > pi
wi €A

Predstava: € je opét bedna s micCky, ale kazdy micek ma jinou Sanci, Ze ho vytah-
neme.

Varianta zdpisu: funkci p :  — R, pro kterou plati p(w;) = p; nazveme pravdépo-
dobnostni funkce pro piislusny pravdépodobnostni prostor. Pak mizeme psat pifmo-

gaie P(A) = Y, 4 p(0).

Geometricky: ,Hezkda“ Q C R pro d > 1. Necht V;(A) oznaluje d-rozmérny
objem mnoZiny A a F obsahuje podmnoZiny €2, které maji tento objem definovany.
Definujeme P(A) = V4(A)/Va().

Predstava pro d = 2: Q je ter¢, do kterého stfilime hodné zdalky, takZe vSechny
¢asti zasahujeme stejné Casto. Pravdépodobnost, Ze néjakou mnoZinu zasdhneme je
pfimo imérnd jeji velikosti: objemu ¢i obsahu (podle dimenze).

TODO: pfibudou dalsi, spojity prostor a nekonecnéd krychle TODO: pfidat kon-
krétni piiklady

2 Podminéna pravdépodobnost

Zatim jsme zavedli jakysi jazyk pro mluveni o ndhodnych jevech, ale nenf jasné, jestli
o nich mtiZzeme fict néco pozoruhodného. Zajimavé to zacne byt az nyni, kdy zacneme
mluvit o podmifiovani.

Definice 7. Pokud A, B € F a P(B) > 0, pak definujeme podminénou pravdépodob-
nost A pii B (probability of A given B) jako

P(AN B)

PAIB) = =55



Q
K rozmysleni 2. Rozmyslete si, jaké jsou podminéné pravdépodobnosti P(A; | B) a
P(B | A;) proi =1,2,3 na obrdzku.

Véta 8. V pravdépodobnostnim prostoru (), F, P) pro pevné B € F definujme Q(A) :=
P(A | B) proviechna A € F. Pak (0, F, Q) je pravdépodobnostni prostor.

Snadny dikaz vynechavame. Dulezité ale je si uvédomit, co véta znamend: podmi-
tovéni néjakym jevem znamend, Ze pracujeme v novém pravdépodobnostnim prostoru.
V ném chceme, aby pravdépodobnost B byla 1, musime tedy vSechny pravdépodob-
nosti ,,pfeskdlovat* — vydélit P(B).

TODO: co to udéla s klasickym a s diskrétnim prostorem, co s geometrickym

Zietézené podminovani PrepiSeme si definici podminéné pravdépodobnosti, P(AN
B) = P(B)P(A | B). Toto je tvar, ktery je Casto ten uZzite¢ny. Pro ilustraci, budiz A,
jev ,.prvni karta v balicku je srdcova* a A, jev ,,druhd karta v balicku je srdcova“ (oboji
pro béZny balicek 32 karet). Jisté je P(A;) = 8/32 (osm srdcovych karet z celkem 32).
Na P(As | A1) se podivame jako na vypocet v novém pravdépodobnostnim prostoru, v
tom, kde mdme uZ jen 31 karet a mezi nimi jen 7 srdcovych. Tudiz P(Az | A1) = 7/31.
Podle vzorce vyse je P(A; N Ag) = & L.

** TODO: Iépe

Zobecnéni tohoto principu pro vice mnoZin uddva ndsledujici véta.

Véta9. Pokud A,,...,A, € FaP(A1N---NA,) >0, rak

P(AiNnAsn---NA,) =

‘P(AJ)P(AQ|4A1)P(A3|141FLA2)”.}3@4n|7F1440

Diikaz. Pokud P(A;N---NA,) > 0, tak i pro v8echna k mame P(A;N---NAg) >0
a tedy jsou vSechny podminéné pravdépodobnosti definované. Mame tedy na pravé
strané vyraz

P(A1NAy) P(AiNAyN A3) P(AiN---NA,)

H&)ng P(A NA4y)  PAN--NA,1)

Snadno si v§imneme, Ze v tomto vyrazu se vétSina ¢lend zkréti, zbyde jen P(A; N AgN
-+ N A,), kterd ndm zbyt md. (Formélné pfesny dikaz pomoci matematické indukce
si ¢tendf doplni v pfipadé zdjmu sdm.) U



Vsimnéme si toho, Ze v této vété je na levé strané symetricky vyraz — pokud se-
fadime mnoziny A4, ..., A, v jiném potadi, tak se formule nezméni. Na pravé strané
dostaneme tedy pro vSech n! pofadi stejny vysledek, ale pokazdé ziskany jinym vypo-
Ctem. Mame tedy n! vét za cenu jedné — miizeme si vybrat takové potadi, které ndm
vypocet ulehci.

K rozmysleni 3. O jevech A, B vime, Ze plati A = B, tedy pokud nastane A, tak
nastane i B. Rozmyslete si, kterd z ndsledujicich tvrzeni nutné plati také:

1. ACB
2.BCA

3. P(A|B) =1
4 P(B|A)=1

Rozbor vSech mozZnosti — véta o celkové pravdépodobnosti Pripomerime definici,
kterou jste nejspiS potkali diive, napt. v diskrétni matematice.

Definice 10. Spocetny systém mnoZin By, Bs, ... € F je rozklad (partition) €2, pokud
* BiNBj=0proi#ja
. Uz Bi = Q

Pokud rozklad vhodné zvolime, tak pomoci néj rozdélime mnoZinu elementarnich
jevi do skupin, které budeme moci lépe zvladnout — udélame jakysi rozbor vSech moz-
nosti. V kombinatorice bychom timto zptisobem pocitali velikost néjaké mnoZiny A
tak, Ze bychom spocitali velikosti prinikd A N B;. Nasledujici véta dava analogii pro
vypolet P(A).

Véta 11 (Véta o celkové pravdépodobnosti). Pokud (2, F, P) je pravdépodobnostni
prostor, By, B, ... jerozklad QYa A € F, tak

P(A) = ZP(Bi)P(A | B;)

(sCitance s P(B;) = 0 povaZujeme za 0).

Diikaz. Protoze mnoZziny By, Bs, ... tvoii rozklad, miZeme A napsat jako disjunktni
sjednoceni
A=(ANB)U(ANBy)U...

Podle definice pravdépodobnosti odsud mame

P(A) =) P(ANB;)

Sé&itance pro které je P(B;) > 0 miZeme piepsat jako P(B;)P(A | B;) (definice
podminéné pravdépodobnosti). Pokud pro néjaké i je P(B;) = 0, tak je také P(A N
B;) = 0 a je tedy spravné, Ze takovy ¢len povaZujeme za nulu. U



Aplikace 1 - TODO

Aplikace — Gambler’s ruin — zbankrotovani hazardniho hrace. Déno n € N.
Mame «a korun, 0 < a < n. Opakované hrajeme hru o 1 K¢ se stejnou pravdépodob-
nosti vyhry i prohry. Pokra¢ujeme dokud nezbankrotujeme (nic nim nezbude), nebo
nevyhrajeme (budeme mit n korun). Jaka je pravdépodobnost, Ze vyhrajeme?

Oznalme tuto pravdépodobnost jako p(a). Jisté je p(0) = 0 a p(n) = 1. Co pro
ostatni hodnoty a? Oznacime V jev ,,vyhrajeme* a PV je ,,poprvé vyhrajeme*. Podle
pravidel je P(PV) = 1/2. Podle véty o celkové pravdépodobnosti je

P(V) = P(PV)P(V | PV) + P(PV)P(V | PV®).

Vsimneme si toho, Zze P(V | PV) je vlastné p(a+ 1) — jednd se o stejnou hru, ale zaci-

ndme z vyhodné&jsi pozice. Naopak P(V | PV¢) je p(a — 1). Celkové tedy ziskdvame
vztah
pla) = 3p(a+1) + 5p(a —1).

Spolu s ,,0krajovymi podminkami* pro a € {0,n} jsme nasli n + 1 rovnic pro n + 1
nezndmych. Pokud rovnici pro a € {1,...,n — 1} upravime, dostaneme

p(a) —pla—1) = pla+1) —p(a).

Odsud jiz snadno ziskdme, Ze kazdy z téchto rozdild je roven 1/n a tedy p(a) = a/n.

Bayesova véta

Véta 12. Pokud By, Bs, ... je rozklad Q, A € F a P(A), P(B;) > 0, tak

_ P(Bj)P(A| B))
PB4 = S~ p5yp(A| BY

(s¢itance s P(B;) = 0 povaZujeme za 0).

Diikaz. Podle definice podminéné pravdépodobnosti je P(B; | A) = T2 =
%W. Ve jmenovateli nyni vyjadiime P(A) podle véty o celkové pravdépo-
dobnosti. O

vev s

U této véty je ale mozna sloZitéjsi nez dikaz pochopeni vyznamu. Pfedstavme se,
Ze modelujeme svét (nebo spis néjakou jeho malou ¢ast) a mnozZiny B; popisuji néjaké
vzajemné se vyluCujici stavy, které ale nemdZeme piimo pozorovat. Vime ale, jaké maji
pravdépodobnosti a jaky maji vliv na pravdépodobnost jevu A (neboli zname vSechny
podminéné pravdé€podobnosti P(A | B;)). Jak se zméni naSe pravdépodobnosti riiz-
nych stavi svéta, pokud pozorujeme jev A? To je pfesné to, co nim Bayesova véta
fika. UkaZme si to na piikladu:

TODO



Nezavislost jeva
Definice 13. Jevy A, B € F jsou nezévislé (independent), pokud P(ANB) = P(A)P(B).

Pokud P(B) > 0, mizeme podminku vyjadrit ekvivalentné jako P(A | B) =
P(A) - pokud vime, Ze nastavé B, tak to pravdépodobnost A neovlivni.

K rozmysleni 4. Hodime dvakrdt minci. Oznacme A jev ,,poprvé padla panna“, B
jev ,,podruhé padla panna“ a C jev ,pri kaZdém ze dvou hodii padlo néco jiného.
Rozhodnéte, které ze tri dvojic uvaZovanych jevii jsou nezdvislé.

Pojem nezavislosti nyni zobecnime na piipad vice jevil (pifipadné i nekonecné
mnoha).

Definice 14. Bud’ I libovolnd mnoZina indexii. Jevy {A; : i € I} jsou (vzdjemng)
nezavislé, pokud pro kazdou konecnou mnoZinu J C I

P(() 4)) = [] P(4)).
jeJ jeJ

Pokud podminka plati jen pro dvouprvkové mnoziny J, nazyvame jevy {A; : i € I} po
dvou nezdvislé (pairwise independent).

3 Diskrétni nahodné veliciny
Casto nés zajima &islo dané vysledkem ndhodného pokusu.

* Hodime na ter¢ a zméfime vzdalenost od stfedu.
Nahodny experiment je popsan mistem dopadu (elementarni jevy jsou body kruhu),
ale nds zajim4 jen ta vzdalenost.

* Hazime kostkou, dokud nepadne Sestka, ale pak si vSimneme jenom toho, kolik
hodi to trvalo.
Tady elementdrni jevy obsahuji popis toho, co padlo, ale pak se ptime jen na
pocet hoda.

* U quicksortu (algoritmus na tfidéni) méfime pocet krokt (v zdvislosti na nahod-
nych volbach pivot).

Prvni pfiklad nechdme na pozdéji, ty dalsi dva zobecnime ndsledujicim zpisobem.

Definice 15. Méjme pravdépodobnosmi prostor (0, F, P). Funkci X : Q — R na-
zveme diskrétni ndhodnd veli¢ina (discrete random variable), pokud Im(X) (obor hod-
not X) je spocetnd mnozina a pokud pro vSechna redlnd x plati

{weQ: X(w)=z}€F.



ale budeme zapisovat stru¢né a prehledné jako {X = z}. Tak jako v této definici bu-
deme i naddle ndhodné veli¢iny znacit velkymi pismeny, zatimco jejich moZné hodnoty
obvykle odpovidajicimi malymi pismeny.

Predstava ndhodné veliciny: 2 je zase bedna s miCky, na kazdém z nich je ted’
napsané néjaké redlné Cislo.

S diskrétni ndhodnou veli¢inou mdme pfirozené urceny i novy pravdépodobnostni
prostor: zapomeneme na to, jaky elementarni jev nastal a budeme sledovat jen hod-
notu funkce X. Neboli, misto w € 2 budou ted’ elementérni jevy hodnoty X (w) €
Im(X) C R. Tento prostor, resp. na ném definovanou pravdépodobnost se nazyva
rozdéleni ndhodné veliciny X, protoze ndm opravdu popisuje, jak jsou rozdélené hod-
noty X —uz ale bez vztahu k ptivodnimu prostoru 2. Pro popis tohoto prostoru budeme
pouZzivat tzv. pravdépodobnostni funkci, kterd ndm popisuje pravdépodobnosti jednot-
livych bodi.

Definice 16. Pravdépodobnostni funkce (probability mass function, pmf) diskréni nd-
hodné veliciny X je funkce px : R — [0, 1] takovd, Ze

px(z) = P({X = z})
Pravdépodobnost v predchozi definici budeme naddle stru¢né znacit jen P(X = z).
Pozorovani 17. 3° ;. vy px(z) =1

Pro diikaz sta¢i napsat mnoZinu {2 jako disjunktni sjednoceni mnozin { X = x} pro
vSechna z € I'm(X) (je jich jen spoCetné mnoho!).

Pozorovani 18. Pro S = {s; : i € I} spocCetnou mnoZinu redlnych Cisel a ¢; € [0, 1]
splitujici ", ; c; = 1 existuje pravdépodobnostni prostor a diskrétni n.v. X na ném
takovd, Ze px (s;) = ¢; proi € I.

Miizeme napriiklad vybrat piimo diskrétni pravdépodobnostni prostor, kde 2 = S
a pravdépodobnost bodu s; je ¢;. Pak mtizeme vzit X jako identitu.

3.1 Priklady diskrétnich rozdéleni

Bernoulliho/alternativni rozdéleni Typicky piiklad: X = pocet Sestek pii jednom
hodu kostkou. To, Ze X md Bernoulliho rozdéleni s parametrem p € [0, 1] znacime
X ~ Bern(p) (nékdy X ~ Alt(p)). A jakd je pfislu$nd pravdépodobnostni funkce?

s px(1)=p
*px(0)=1-p
* px(x)=0prox #0,1

Muzeme ovéfit Pozorovéni 17, neboli p + (1 — p) = 1.

Pro libovolny jev A € F definujeme indikdtorovou n.v. 14 jako pravdivostni hod-
notu toho, 7e jev A nastal: T4(w) = 1 prow € A a I4(w) = 0 jinak. Ur¢ité plati
I4 ~ Bern(P(A)). Pro mnoho dvah se ndm budou takovéto ndhodné veli¢iny hodit.
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Geometrické rozdéleni Tady bude typicky piiklad X = kolikdtym hodem kostkou
padla prvni Sestka (pfedpokladame, Ze hody jsou nezavislé a hazime stéle stejnou kost-
kou).

Znatime X ~ Geom(p) (p bude znadit ,,pravdépodobnost Sestky “, neboli tspéchu,
na ktery ¢ekdme). Z nezavislosti jednotlivych pokust odvodime

px(k)=01-p*'p  prok=12,....

A jisté je px (k) = 0 jinak.
Ovéfime identitu z Pozorovani 17 (tim bychom mohli objevit chybu ve vzorci pro
px ). Podle vzorce pro soucet geometrické rady plati

= 4. @=p° p
e .

Varovani Nékdy se tomuto rozdéleni fikd posunuté geometrické, a za normaln{
geometrické se povazuje rozdéleni X — 1, tj. poCet netispé$nych hodu.

Binomické rozdéleni Zde bude typicky piiklad X = pocet Sestek pii n hodech kost-
kou. Obecnéji, pocet tspéchu pii n nezavislych pokusech, z nichz kazdy ma pravdépo-
dobnost uspéchu p.
Znat¢ime X ~ Bin(n,p), kde n € Nap € [0, 1]. Pifmocard kombinatorika ndm
dava
pe(0) = () -pr poke 01n)

a jisté je px (k) = 0 jinak.

Pro kontrolu opét ovéfime identitu z Pozorovani 17: dle binomické véty plati

n

> () -ort = s -

k=0

Pro ilustraci se podivejme na grafy této funkce. Ten pro p = 1/2 &tendf dobte znd
ze studia binomickych &isel, protoze pgin(n,1/2) (k) = (3)27™.
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Vygenerovano nasledujicim kédem v R
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x40 <- seq(0, 40, by = 1)

plot (x40 ,dbinom (x40, 40, 0.1))
plot (x40 ,dbinom (x40, 40, 0.5))
plot (x40 ,dbinom (x40, 40, 0.9))

Priklad 19. V bedné je N mickii, z nich je K Cervenych. Opakované vytdhneme micek
(kaZdy se stejnou pravdépodobnosti), podivame se, zda je cerveny, a hodime ho zpét.
Oznacme X pocet Cervenych mickii po n opakovdnich. Jakd je distribuce ndhodné
veliciny X ?

Pravd&podobnost dspéchu pfi jednom tahu je K /N, je tedy X ~ Bin(n, K/N).

Hypergeometrické rozdéleni

Priklad 20. V bedné je N micku, 7 nich je K Cervenych. Oznacme X pocet Cervenych
mickii 7 n taZenych mickii, kde vytazené miCky nevracime. Jakd je distribuce ndhodné
veliciny X ?

Jedna se o takzvané hypergeometrické rozdélenti, piSeme X ~ Hyper(N, K, n).
Jeho pravdépodobnostni funkce je

K\ (N-K
() Gae)
N )
(n)
Zdlivodnéni je snadné: je potieba vybrat mnoZinu k Cervenych mickl a n — k necer-
venych. Pokud n < N, tak je snadné uvéfit (i ovérit), Ze vzorec pro px je priblizné

stejny jako pro rozdéleni binomické (je jedno, zda micky vracime, pokud jich celkem
vytdhneme malo).

px (k) = pro0 < k < n.

Poissonovo rozdéleni Toto rozdéleni popisuje napiiklad pocet doruCenych emaild,
dotazti na web server, atd. Zdivodnéni ale nenf tak pfimocaré jako v predchozich pii-
padech. Popi$me toto rozdéleni napted abstraktné. Zna¢ime X ~ Pois()), pro redlné
A > 0. Pro k € Ny polozime

DL

bx (k) = ﬁe )\a

pro jind k je px (k) = 0. Abychom ovéfili, Ze se jednd o pravdépodobnostni funkci,
potiebujeme ovéfit, ze Y .-, px (k) = 1. To plyne piimo z Taylorova rozvoje expo-

Le ’ k
nencidln{ funkce, e* = > 77 )}‘C—,
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Vygenerovano nasledujicim kédem v R
x40 <- seq(0,40,by=1)
plot (x40, dpois (x40,4))
Pozorovani 21. Pois()\) je limitou Bin(n, \/n)

Diikaz. Co tim pfesné myslime: necht’ X,, ~ Bin(n,A\/n) a X ~ Pois(\). Zvolme
pevné k € Ny. Pak
Jim px, (k) = px (k)

neboli pro velkd n miZeme binomické rozdéleni aproximovat Poissonovym. Pro¢ to
plati? Podle definice,

= ()G -3

:n(n—l)..];;!(n—k—kl)%:(li%)n<17%>_k
- n —
B e GO

Matematickd analyza ndm iik4, e (1 — \/n)™ — e~*, dal3f dva ¢leny zjevné konver-
guji k 1. O

Priklad 22. Oznacme X pocet emailu, které dostaneme za hodinu a X typickou hod-
notu X. Prepoklddejme, Ze ndm béhem té hodiny miiZe email poslat libovolny z n na-
Sich prdtel, nezdvisle na sobé a kaZdy se stejnou pravdépodobnosti. Navic kaZdy posie
nejvyse jeden email. Jaké je rozdéleni X ?

Vygenerovano nasledujicim kodem v R

x = 0:40

bin = dbinom(x,40,0.1)

pois = dpois(x,4)

plot(x,bin, ylab="Bin(40,.1)_vs_Pois(4)")
points (x+.1,pois ,col="red")
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0.10
|
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Srovnan{ binomického a Poissonova rozdéleni: pravdépodobnostni funkce

Jisté se jednd o binomické rozdéleni Bin(n, p). Zanedlouho (v &&sti o stfedni hod-
noté) zjistime, Ze musi byt np = A, neboli p = A/n. Pokud je n dost velké, tak s
ohledem na predchozi pozoroviéni je rozdéleni X pfiblizn€ o Pois(A/n). To miZe byt
déleni s velkym n a malou pravdépodobnosti. Tento priklad je pon¢kud umély (pred-
poklad nezévislosti je hodné silny). Ale stejny zavér plati i za slabsich predpokladi:

Poissonovo paradigma Necht' A, ..., A, jsou skoro-nezivislé! jevy, pro které plati
P(A;) =p;a),;p; = A Necht’ n je velké, kazdé z p; malé. Pak piiblizné plati

> 1a, ~ Pois()).
=1

3.2 Stredni hodnota

Predstavme si X jako vy§i vyhry v jednom kole néjaké hazardni hry. Necht’ px (x;) =
piprot = 1,... k. Ted’ tuto hru budeme hrat n-krat za sebou, a pfedpokadejme, Ze
jednotlivd kola jsou nezavisla. > Kolik zhruba miiZeme Gekat, Ze ziskdme? Pokud n;-
krat vyhrajeme z;, tak jsme celkem ziskali Zle n;T; = N1x1 + - - -+ nprE. Zajedno

kolo to tedy prumérné je
k

k
1 n;
- E n;xr; = E —X;.
n “ n
=1

i=1

Ipfesnou definici zde ddvat nebudeme
2Formélné bychom méli mluvit o posloupnosti . nezavislych nahodnych velicin se stejnym rozdélenim.
Ale k tomu ndm je$té chybi ndzvoslovi, proto zatim zdstaneme u intuitivniho pohledu.
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Pro velkd n je podil n; /n zhruba roven p; (pravdépodobnost je dlouhodobd frekvence).
MiZeme tedy ocekdvat, Ze primérny zisk je >, p;x;. Pfesnéji se na tuto situaci podi-
vame pozdéji (zakon velkych ¢&isel), nyni nds to vede k nasledujici obecné definici.

Definice 23. Pokud X je diskrétni n.v., tak jeji stfedni hodnota (expectation) je ozna-
Covdna E(X) a definovdina

zelm(X)
pokud soucet md smysl.

Pokud by suma v definici E(X) obsahovala vyraz typu 1 —1+1—1+ .-, tak
E(X) nedefinujeme: Riiznym uzdvorkovanim tohoto vyrazu miZzeme dostat soucet 0,
1, nebo (pokud povolime i zménu potadi) i jakékoli jiné celé &islo.

Vsimnéme si, Ze zde podstatné pouZivime toho, Ze X je diskrétni — jinak bychom
nemohli sél’tat pro véechna x € Im(X).

Vv

Vv

Pozorovani 24. Pokud je X diskrétni ndhodnd velicina na diskrétmim pravdépodob-
nostnim prostoru (0, F, P) a E(X) je definovdna, tak plati

=Y X(wP{w})

weN

Vyznam: miZeme pocitat primér pres vSechny mozné vysledky pokusu (pokud
pocet vysledki je spocetny). Tento vzorec je velmi pfirozeny, ale nelze pouZit, kdyz je
mnozina 2 moc velkd. Nebo sdruZime dohromady vSechny vysledky, které daji stejnou
hodnotu X, tim dostaneme definici E(X) a obecnéjsi vzorec. Toto lze zapsat i formalné
a ziskat dtikaz tohoto pozorovani:

Diikaz. Upravujme vyraz na pravé strané jak bylo popsano vyse:

Y XWP{uh= Y, Y XwP{w}

weN ze€Im(X)weX—1(x)

> (= X PUwd)

zelIm(X) weX~1(z)

> (2 Px @)

zelm(X)

A to je jiz definice E(X), kde P(X ~!(x)) je samozfejmé totéZ jako P(X = z). [
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Pravidlo naivniho statistika PNS Casto budeme uvazovat n&jakou funkci nahodné
veli¢iny — pragmaticky vzato, vystup funkce random.randint () (nebo né&jaké podobné)
posleme na vstup jiné funkci. Nebo hodime ,,zobecnénou kostkou* a vysledek upra-
vime néjakou funkci. Formalizovat to budeme pomoci skldddni funkci:

Pozorovani 25. Pro redlnou funkci g a diskrétmi n.v. X je Y = g(X) také diskrétni
nv.

Diikaz. Zépisem g(X) myslime ndhodnou veli¢inu, kterd pfi vysledku ndhodného ex-
perimentu w € € fekne g(X (w)), neboli Y je sloZzend funkce g o X. Pocet hodnot,
kterych Y nabyva je jisté nejvySe takovy, jako pro X, tedy spocetny. Zbyva ovéfit
podminku, ze Y 1 (y) = {w € Q : g(X(w)) = y} € F pro viechna y € I'm(y). Tato
mnozina je rovna

U X (x). 1)

zelm(X):g(z)=y

(Omezeni naz € I'm(X) miZeme udélat, protoze jinak by X ~* () byla préazdn4.) Zde
musime ddt pozor: sice kazdd mnoZina X ~*(z) je v F, ale mame povoleno sjednocovat
jen spoCetné mnoho mnozin. Nastést{ dle pfedpokladd je Im(X) spodetnd mnoZina.

O

Véta 26 (Pravidlo naivniho statistika). Pokud X je diskrétni n.v. a g redlnd funkce, tak

E(g(X)= Y g@)P(X =2
zelm(X)

pokud soucet md smysl (presnéji, pokud rada konverguje absolutné).

(Smysl nazvu véty (v angl. origindle Law of the unconscious statistician) je, Ze na
prvni pohled se mnoho lidi domnivé, Ze neni co dokazovat, Ze se jednd o definici.)

Diikaz. PiSme opétY = g(X). Podle definice je E(Y') = 3, c1,,,v) yP(Y =y). Pro
mnozinu {Y = y} = Y ~!(y) pouzijeme opét rovnici (1) a pouZijeme druhy axiom
pravdépodobnosti:

Py ! = > P(X~Y(z))  neboli
we€lm(X),9(2)=y

P(Y =y) = > P(X =)

z€Im(X),g(z)=y
Zbytek je uz snadné dosazeni do vzorce. O
Véta 27 (Vlastnosti E). Necht’ X,Y jsou diskrétnin.v. a a,b € R.

1. Pokud P(X > 0) = 1, tak také E(X) > 0. Pokud navic E(X) = 0, tak P(X =
0)=1

2. Pokud E(X) > 0 tak P(X > 0) > 0.
3. E(a-X+b)=a-EX)+b
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4. E(X +Y) =E(X) + E(Y).

Vlastnosti 3 a 4 se nazyvaji linearita stfedni hodnoty. Ctenaf jistd snadno na-
hlédne, Ze z vlastnosti 4 plyne, Ze i stfedni hodnota souctu n promeénnych je rovna
souctu stfednich hodnot.

Diikaz. 1. Podle definice je

zelm(X)

Podle predpokladii jsou v této sumé vSechny Cleny nezdporné (pokud je = < 0, tak
P(X = z) = 0), tedy je celd suma nezdpornd. Pokud je soucet nezdpornych ¢lend nula,
tak musi byt viechny nulové. To ale znamend, Ze pro = > 0 je taky P(X = z) = 0.

2. Znovu vyjdeme piimo z definice. Kdyby neplatil zavér, tak pro vSechna z > 0
je P(X = z) = 0, a tedy vSechny nenulové ¢leny v sumé jsou zdporné.

3. PouZijeme V&tu 26 pro funkci g(z) = ax + b. Podle ni je

E(aX +b) =E(g(X))= Y (az+b)P(X =x)

zeIm(X)

=a Y aP(X=z)+b » PX=ux)
zeIm(X) zelIm(X)

=a-E(X)+b-1

4. Zatim jen pro pfipad diskrétniho prostoru. Tam je vSe prazracné jasné, kdyz
pouzijeme Pozorovani 24:

E(X+Y)=) (Xw)+Y(w)P({w})

weN

=Y X(w)P({w}) + Y Y(w)P({w})
weN wenN

= E(X) +E(Y)

O

Piiklad 28. Hodime kostkou a p¥i Sestce hodime podruhé (potieti u ne). Cislo, které
padlo (nebo soucet dvou Cisel) budiz ndhodnd velicina X . Pak zkusime totéZ, ale hdzime
znovu pri jednicce — prislusnou ndhodnou velicinu oznacime Y. Rozhodnéte, zda je
vétsi B(X) nebo E(Y'), pFipadné zda jsou stejné.

Oznaéme K &islo, které padlo na prvni kostce. Cislo, které padlo na druhé kostce
oznacime K, ale jen, pokud se pocitd (tj. pokud K71 = 6), jinak bude Ky = 0. Pii
takovém znaceni je X = K; + K> a podle Véty 27 je E(X) = E(K;) + E(K3).
Podle definice je E(K7) = (1 +--- + 6)/6 = 3.5. Opét podle definice je E(K3) =
0-P(Ky =0)+1-P(K, = ) + -+ 6 P(Ky = 6). Pfitom P(Ky = 0) =
P(K; #6) =5/6a P(Ky = ):1/62pr0k—1 .,6 (musi byt K; = 6 a na
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druhé kostce padnout spravné &islo). Odsud E(Ky) = (1 +---+6)/6% = 7/12 a tedy
E(X)="7/2+7/12 = 4.08.

Pro vypocet E(Y') musime K5 nahradit proménnou K, — bude definovand obdobné,
jenom podminku K; = 6 nahradime K; = 1. KdyZ se podivdme na pfedchozi odsta-
vec, tak zjistime, Ze rozd€leni K je stejné jako K5 — jednd se o jiné ndhodné veli¢iny,
ale pro kazdé k je P(Ky = k) = P(K} = k). Maji tedy i stejnou stfedni hodnotu.
Proto bez dalstho poéitdni je E(X) = E(Y'), pro 63 % tcastnikl prednésky necekany
vysledek!

Podminéna stiedni hodnota Je to vlastné stfedni hodnota ndhodné veli¢iny zredu-
kované na mensi pravdépodobnostni prostor.

Definice 29. Pokud X je diskrémi n.v. a P(B) > 0, tak podminénd stfedni hodnota X
za predpokladu B (conditional expectation of X given B) je

E(X|B)= > x-P(X=z|B),
zelm(X)

pokud soucet md smysl.

Véta 30 (Véta o celkové stfedni hodnoté). Pokud B1, Bs, ... je rozklad Q2 a X dis-
krémi ndhodnd veli¢ina. Pak plati

E(X) = Y P(B)-E(X | By).

kdykoliv md soucet smysl. (S¢itance s P(B;) = 0 povaZujeme za 0.)

Diikaz. Vyjdeme z definice E(X), pouZijeme Vétu 11 a nakonec prohodime pofadi
sCitand:

E(X)= > «-P(X=ux)

zelm(X)

= Y x> P(B)-P(X=z|B)
zeIm(X) %

=) P(Bi) Y, « P(X=z|B)
% zeIm(X)

= ZP(Bi)E(X | B;)

O

Priklad 31. Necht’ X je pocet hodii, které musime hodit, neZ ndm padne Sestka (véetné
toho posledniho). Urcete E(X).

Oznaéme PS jev, Ze padla Sestka hned prvnim hodem. PouZzijeme Vétu 30 pro

B; = PS aBy; = PS°. Urtité je E(X | PS) = 1, protoze P(X =1 | PS) = 1.
Déle E(X | PS¢) = 1 + E(X) - po prvnim nedspéchu jsme ve stejné situaci, jako na
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zaldtku, ale mdme o jeden hod navic. (Formalné bychom mohli psit P(X = 1+ k |
PS¢) = P(X = k).) Odsud pomoci véty

E(X) = P(PS)E(X | PS) + P(PS®)E(X | PS°)

42 (14 EX))

E(X) = :

= o=

odsud jiz E(X) = 6.

Alternativni postup: vime, Ze X ~ Geom(1/6) a stfedni hodnotu geometrického
rozdéleni jsme uZ spocitali jinak, tj. nemuseli jsme pocitat nic. Také jsme mohli naopak
pouzit tento postup pro vypocet stfedni hodnoty obecného geometrického rozdéleni.
TODO: pozndmka o existenci stredni hodnoty. Jenom bychom méli pro tplnost doplnit
jesté jednu véc — jakou?

Véta 32 (Alternativni formulka pro stfedni hodnotu). Necht’ X je diskrétni n.v. naby-
vajict jen hodnot z Ng = {0,1,2, ... }. Pak plati

E(X) = i P(X > n).
n=0

Diikaz. Nejprve si rozmysleme, Ze plati nasledujici vyjadieni n.v. X pomoci indikéto-

rovych velicin:
o0
X = § IX>n~
n=0

Pokud totiz X (w) = k, tak je Ix~,(w) = 1 pfesné pron = 0,1,...,k — 1, tedy pro
k hodnot. Nyni staci pouZzit vétu o linearité stfedni hodnoty. TODO: proc¢ plati i pro
nekonecné soucty O

Diikaz. Vyjdeme z definice E(X), misto &k napiSeme soucet k jednicek a nakonec pro-
hodime potadi s¢itani:

E(X) = ihP(X = k)
k=0

=3 Y P(X=k)

k=00<n<k

=> Y P(X=k)

n=0k>n

= i P(X >n)
n=0
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Rozptyl

Definice 33. Rozptyl (variance) n.v. X nazveme &islo E((X — EX)?).
Znacime jej var(X). Ddle definujeme smérodatnou odchylku (standard deviation)
ox jako \/var(X)

Podle &4sti 1 Véty 27, aplikované na (X — E(X))?, je var(X) > 0 a tedy ox je
dobfe definovdno. Ze stejné Cdsti vyplyva i to, Ze var(X) = 0 jen pro funkce, které
jsou s.j. konstantni P(X = E(X)) = 1.

Jak rozptyl tak smérodatna odchylka méfi to, jak moc X kolisa od své stiedni hod-
noty. S rozptylem se 1épe pocitd, nicméné smérodatnd odchylka ma ,,stejné jednotky

vvvvvv

Toto kolisani bychom mohli méfit i jinak: takzvany k-ty centralni moment X je defi-
novén jako E(]X — E(X)|¥). Nicméné rozptyl (pfipad k = 2) ma nejhez¢i vlastnosti,
pocinaje nasledujici vétou.

Véta 34. Pro diskrémi ndhodnou velicinu X plati
var(X) = E(X?) - E(X)? = E(X(X — 1)) + E(X) — E(X)%
Diikaz. Pro ptehlednost oznacime E(X) pismenem p.
var(X) = E((X —p)?) = E(X?—2uX+4%) = E(X?)—2uE(X)+u? = E(X?)-E(X)%.

Tim jsme dokdzali prvni ¢4st. Druhd odsud plyne snadno diky linearité stfedni hodnoty.
O

Véta 35. Necht’ a,b jsou redlnd isla a X diskrétni ndhodnd velicina. Pak plati
var(aX + b) = a® var(X).

Diikaz. PouZijeme pfimo definici. Napfed upravime jeji ,,vnitfek“. ProY = aX + b

jeY —E(Y) = (aX +b) —E(aX +b) = (aX +b) — (aE(X) +b) = a(X —E(X)).

Proto je

E((Y - E(Y))?) = E(a*(X — E(X))*) = o’E((X - E(X))?).

3.3 Vlastnosti konkrétnich rozdéleni

Bernoulliho Pro X ~ Bern(p) je

E(X)=0-(1-p)+1-p=p
var(X) = E(X?) —E(X)*=p—p° =p(1—p)

V§imnéme si, 7e X2 = X, protoZe X nabyva jen hodnot 0, 1.
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Geometrické Pro X ~ Geom(p)je E(X) =1/pavar(X) = 1;2”
jen stfedni hodnotu, zato nékolika zpGsoby:
Prvni zdivodnéni: pouZijeme VéEtu 32 (a soucet geometrické fady):

n __ 1
ZPX>n nz%( D) TS a=)

Druhé zdivodnéni: pouzijeme definici E(X) (a pak si musime poradit se vzniklou
sumou).

1

:;n-P(in):;n~(1—p)"_p:---:m.

Na misté par teCek miiZze byt postup analogicky dikazu Véty 32, nebo néktery z po-
stupd, které zndte z kombinatoriky (tfeba pomoci vytvorujicich funkci).

Treti zddvodnéni: viz Pfiklad 31.

Ctvrté zdivodnéni: jen nazna&ime, ale z jistého pohledu se jednd o to nejvystizn&jsi
vysvétleni. Hazime kostkou tak dlouho, nez dostaneme n Sestek, oznacime X celkovy
pocet hodd. Co o X vime? Na jednu stranu je to soucet n geometrickych rozdélent,
takZe E(X) by méla byt n-ndsobek stfedni hodnoty Geom(1/6). Na druhou stranu,
z X hodt by mélo padnout pfiblizné X/6 Sestek, neboli X/6 ~~ n. Symbol ~ zde
nebudeme upresiiovat — ale pokud budeme pro ted’ véfit, Ze X bude vétSinou blizko
své stiedni hodnotg, tak by mélo platit E(X) ~ 6n, a tedy E(Geom(1/6)) = 6. Pro
pofadnéjsi zapis budeme potiebovat napied pochopit nezdvislost ndhodnych veli¢in a
také tzv. zakony velkych Cisel.

Binomické Pokud X ~ Bin(n,p) oznaluje pocet ispéchi pfi n hodech kostkou tak
piSme X = Y"1, X;, kde X; je indikdtorovd ndhodnd veli¢ina i-tého pokusu. Podle
linearity je E(X) = >""" | E(X;) = np. Pozdgji si uvedeme vétu pro rozptyl souctu, z
n&j bude plynou, ze var(X) = Y, var(X;) = np(1 — p).

Nabizi se otazka, zda mizeme kaZdou binomickou veli¢inu napsat jako soucet n
veli¢in Bernoulliho. Odpovéd’ je, Ze to nepotiebujeme! Jak E(X) tak var(X) zdvisi jen
na rozdéleni X, tj. na pravdépodobnostni funkci px. MiZeme si tedy vybrat takovou
veli¢inu s timto rozdélenim, o které se nim 1épe uvazuje!

Alternativni postup je pouzit pfimo definici:

=i<> -

= np(p-+ (1= p))" = np

Obdobné zjistime, Ze E(X (X )) = n(n — 1)p? a pouzitim Véty 34 ziskdme opét
var(X) = np(1 — p).
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Hypergeometrické Pro X ~ Hyper(N, K, n)
« E(X)=n&

e var(X) =nf(1- 5)8=2

UkéZeme si dva zplisoby vypoctu E(X).
Prvni postup: X = > | X;, kde X; je 1, pokud i-ty miCek byl Cerveny, a 0
jinak. Jist€ je X7 ~ Bern(K/N) atedy E(X;) = K/N. Ale pfi pozornéj$im pohledu
zjistime, Ze vSechny veliCiny X, ..., X,, maji stejné rozdéleni. (Pozor, to neznamena,
Ze by byly nezavislé (coz uz brzy definujeme), ale jen, Ze P(X; = 1) = K/N plati
pro vSechna i.) Nejlepsi zpdsob, jak to vidét, je kdyZ si predstavime, Ze ndm prvni a
-ty mi¢ek nékdo prohodi. Tim se zaméni hodnoty X; a X;. Ale pokud toto prohozen{
nastane vZdy, tak se tim zjevné ndhodnost procesu losovani nepokazi.

Druhy postup: X = Zszl Y;, kde Y; = 1, pokud jsme vytdhli j-ty micek (Ihos-
tejno, kolikdtym tahem), a Y; = 0 jinak. Tentokrat je Y; ~ Bin(n/N): poCet vSech
moZnych mnoZzin taZenych micki je (];[ ) pocet téch, které obsahuji j-ty micek, je
(N_l). A elementdrni vypocet ddva, Ze (N_l)/(]r\[) = n/N. Proto

n—1 n—1

E(Y;) = P(Y; =1) =n/N
a linearita stfedni hodnoty opét divd E(X) = nK/N.
Poissonovo Pro X ~ Pois()) je
s E(X)=A
e var(X) =\

Pfimo podle definice spocitame

P k!

_ -2
= kz::lk e X

> )\k—l
= A e

,; k — 1)
_ -\
= )\Ze E

k=0
=A-1=2A

Stejné jako u jinych rozdéleni bychom obdobné mohli spo¢itat E(X (X — 1)) a
pouZzit Vétu 32; detaily vynechdme.
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4 Nahodné vektory

Necht X a Y jsou (diskrétni) ndhodné veli¢iny na stejném pravdépodobnostnim pro-
storu (2, F, P). Budeme chtit uvazovat (X,Y") jako jeden objekt — ndhodny vektor.
Jak to udélat? Priklad: hazime dvakrat Ctyisténnou kostkou, X = prvnf hod, ¥ =
druhy hod.

SdruzZené rozdéleni

Definice 36. Pro diskrémi n.v. X, Y na pravdépodobnostnim prostoru (S, F, P) de-
finujeme jejich sdruzenou pravdépodobnostn{ funkci (joint pmf) px y : R? — [0, 1]
predpisem

pxy(@,y) =P({we Q: X(w) =2&Y(w) = y}).

Tedy (X,Y) tvoFi ndhodny vektor, pokud jsou vSechny tyto pravdépodobnosti defino-
vané, neboli pro kazdé x,y € Rplati {X =z &Y =y} € F.

* Mohli bychom definovat i pro vice nez dvé n.v. px, .. x, (Z1,...,Zp).

Margindlni rozdéleni Mame-li ddno px v, jak zjistit rozdélen{ jednotlivych sloZek,
tj. px a py. Jde to viibec jednoznacné urcit — a jde naopak uréit px y z px a py?

Véta 37. Necht’ X, Y jsou diskrétni n.v. Pak

px(x)=P(X =) = Z PX=z&Y =y)= Z px.y(2,y)

yeIm(Y) yeIm(Y)
py(y)=PY =y)= > PX=z&Y=y)= > pxy(zy
z€Im(X) z€Im(X)

Diikaz. Jev {X = z} je disjunktni sjednoceni jevi {X = © &Y = y}, takZe formule
na prvnim faddku plyne pfimo z definice pravdépodobnosti. Druhy fddek analogicky.
O

K rozmysleni 5. Jak by vypadala analogie pro vektory z vice sloZkami? Napr. jak
gjistit px Z2px,v,z?

Nezavislost nahodnych velicin

Definice 38. Diskrétni n.v. X, Y jsou nezéavislé (independent) pokud pro kazdé x,y €
R jsou jevy {X =z} a {Y = y} nezdvislé. To nastane, prdavé kdyz

PX=zY=y)=PX=x)P(Y =y).

K rozmysleni 6. Pro nezdvisié n.v. plati opak Véty 37: z funkci px a py miiZeme urcit
PXy-
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Funkce niahodného vektoru Maime-li ddno px y, méli bychom byt schopni urcit
pravdépodobnosti vSech jevi, které zavisi jen na hodnotdch X a Y. Necht’ g je néjaka
funkce dvou proménnych a Z = g(X,Y"). Jak zjistit rozdéleni Z, tj. funkci pz?

Véta 39. Méjme ndhodny vektor (X,Y) a funkci g : R? — R. Pak Z = g(X,Y) je
nv.na(Q,F,P)a

pz(2)=P(Z=2z)= > P(X=xz&Y =y).
zelm(X),yeIm(Y):g(z,y)==2

(Index pfi s¢itdni znamend, Ze s¢itdme jen pro takové dvojice (x,y), pro které je g(x,y) =

z.)

Diikaz. Stali si uvédomit, Ze jev {Z = z} je disjunktnim sjednocenim jevi {X =
x &Y = y} pro dvojice, pro které g(z,y) = z. Jako v pfechozich podobnych dii-
kazech, sta¢i se omezit na z € Im(X) ay € Im(Y), takZe jde o nejvySe spoCetné
sjednoceni a miZeme pouZit definici pravdépodobnosti. O

Specidlni piipad stoji za zvlastni povSimnuti:

Véta 40 (Konvolu¢ni vzorec). Pokud X, Y jsou diskrétni ndhodné veli¢iny (zkrdcené
d.n.v.), tak jejich soucet Z = X + 'Y md pravdépodobnostni funkci

P(Z=z= Y PX=z2&Y =z-z).
zelmX

Pokud jsou X a'Y navic nezdvislé, tak dostavdame vyjddieni pravdépodobnostni funkce
pz jako konvoluce funkci px a py:

P(Z=z)= Y PX=x)P(Y=z-u)
zelmX

Diikaz. Stali pouzit pfedchozi vétu pro funkci danou ptedpisem g(z,y) =z +y. O

Priklad 41. Necht’ X a'Y jsou dvé n.n.v. s uniformnim rozdélenim na {1,2,...,6} —
neboli dva nezdvislé hody hract kostkou. Urcete rozdéleni Z = X + Y.

6
P(X+Y =k) =) P(X=x)P(Y =k—x)
=1
Kazdy ¢len v sumé je bud’ 1/36 nebo O (to druhé pokud neni 1 < k — z < 6).
Snadno spocitame, kolik takovych z je a zjistime, Ze pz je dano nasledujici tabulkou:
k 2 13 |141]5 7018|910 11|12
T p) 3 7 G 5 7 3 p) T
pz(k) | 35 | 36 | 36 | 3 36 | 36 | 36 | 36 | 36 | 38
Priklad 42. Necht X ~ Bin(m,p) a Y ~ Bin(n,p), necht’ navic X a'Y jsou
nezdvislé n.v. Urcete rozdéleni Z = X + Y.

NEEe)
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Z interpretace binomického rozdéleni jako poctu dspéchii muzeme vidét, Ze by
mélo byt Z ~ Bin(m + n,p): kdyz X pocitd dspéchy v m pokusech a Y pocet
v dalSich n pokusech, tak jejich soucet bude celkovy pocet uspéchii. MiiZze nds ale
nahlodat myslenka, jestli kaZdou binomickou n.v. miZeme chdpat jako pocet dspéchu,
nebo jestli je to jenom specidlni (byt’ duileZzity) ptiklad. Nechme tuto otdzkou zatim
stranou a vyfeSme dlohu pomoci Véty 40

k=0
= ki_o (k>p’“(1 —p)mk< k,)pz’“(l —p)" H
=p(1—p)min2 kijo (7:) (z " k)
()

Pro snaz$i indexovani zde chdpeme (?) jako 0, pokud neni 0 < ¢ < n. Pouzivame zde
standarni sumu kombinac¢nich Cisel ze Sekce 19.

Véta 43. Pii znaceni z Véty 39 plati

EgX,Y)= > Y glayPX=x&Y =y).

zelmX yelImY

Diikaz. Polozme Z = g(X,Y’). Podle definice je E(Z) = >, z - pz(2). Dosadime
podle véty 39 a dostaneme

E(Z)=> 2z Y  PX=z&Y=y)

z myg(z,y)=2

Yo Y 9@y P(X =a&Y =y)

z zyg(z,y)=2

= > g@yPX=2gY =y)

z,y:9(2,y)

Ve vSech sumdch s¢itdme jen pro x € Im(X) ay € Im(Y"). Posledni tiprava plyne z
toho, Ze kazd4 dvojice (x, y) se vyskytne v pravé jednom ¢lenu vnéjsi sumy — jmeno-
vité v tom, kde je z = g(z, y). O
Vétadd. Pro X, Y n.v. aa,b € R plati

E(aX 4+ bY) = aE(X) + DE(Y).

Diikaz. PouZijeme Vétu 43 pro g(z,y) = az + by. O
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Véta 45. Pro nezdvislé diskrémin.v. X, Y plati
E(XY) =EX)E(Y).

Diikaz. Vyuzijeme Vétu 43 pro funkci danou pfedpisem g(z,y) = zy. Plati tedy
EXY)= > Y ayP(X=2&Y =y
zeIm(X)yeIm(Y)

= Z Z zyP(X =2x) - P(Y =vy)

ze€Im(X)yeIm(Y)

Y aP(X=z) Y y-PY=y)

zeIm(X) yeIm(Y)
=E(X) -E(Y).
O
Kovariance
Definice 46. Pro n.v. X, Y definujeme jejich kovarianci (covariance) predpisem
cov(X,Y) =E((X - EX)(Y —EY)).

Véta 47.

cov(X,Y) =E(XY) -E(X)E(Y)
Diikaz. Snadno roznasobenim a pouZzitim linearity stfedni hodnoty. O

Jednoduché vlastnosti kovariance:
* var(X) = cov(X, X) (pfimo z definice)
e cov(X,aY +bZ + ¢) = acov(X,Y) + beov(X, Z) (linearita stfedni hodnoty)
e cov(X,Y) = 0 pokud X,Y jsou nezdvislé (Véta 47)
¢ ale nejen tehdy (viz niZe)
Definice 48. Korelace (correlation) ndhodnych veli¢in X, Y je definovdna pfedpisem

cov(X,Y)

oX.¥) = var(X) var(Y)

* je to prenormovand kovariance

*+ —1 < p(X,Y) <1 (aplikace Cauchyho nerovnosti, nechdme ¢tendfi k rozmys-
leni)
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» Korelace neznamend pri¢innou souvislost! Napft., korelace je symetrickd, kauza-

voevs

korelaci) ndhodou, a nejcastéji proto, Ze maji obe spolecnou pficinu (pocet dest-
nikd a vySka kaluZi na ulici spolu budou jisté korelovany, ale neni mezi nimi
pric¢inna souvislost).

* Naopak, nekorelace neznamend nezavislost. (Pf: X libovolnd, Y = +X nebo
Y = —X, oboji se stejnou pravdépodobnosti.)
Rozptyl souctu
Vétad9. Necht' X =" | X;. Pak

var(X) = ZZCOV(XZ',X]') = Zvar(Xi) + Zcov(Xi,Xj).

i=1 j=1 i#j

Spec. jsou-li X1, ..., X, nezdvislé, pak
var(X) = Zvar(Xi).
i=1

Diikaz. Spocitame napred E(X?2) a pak E(X)?, v obou ptipadech pouZijeme linearitu
stfedn{ honoty a roznasobeni sou¢inu souctl (pokazde v jiném potadi):

B(c) = 2((30X)°) =B(3 Y XX,) = ) E(X))

i=1j=1 i=1 j=1
EQ0)? = (E(Y X)) = (L EX))* =Y Y E(X)E(X))
i=1 i=1 i=1 j=1
Odectenim obou rovnic a pouzitim Véty 47, dostdvame prvni rovnost ve vete. Dalsi
pak plynou pouZitim snadnych vlastnosti uvedenych vyse. O

Podminéné rozdéleni Necht' X, Y jsou diskrétni ndhodné veli¢iny na (92, F, P),
A € F Budeme zkoumat rozdéleni ndhodné veli¢iny X, podminéné jevem A, piipadné
jevem definovanym pomoci n.v. Y. Protoze podminénou pravdépodobnost uz znidme,
nejde o nic nového, spis§ o zavedeni znaceni.

* pxja(@) = P(X == | A)
piiklad: X je vysledek hodu kostkou, A = padlo sudé ¢islo

* px|y(zly) = P(X = 2 | Y = y) pfiklad: X, Z jsou vysledky dvou nezdvislych
hodt kostkou, Y = X + Z.

pxy(6,10)  1/36 1
1 = 2 = = —.
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Nebo (moznd 1épe): pokud vime, ze Y = 10, tak mdme tfi moZznosti 4 + 6,
545, 6 +4, vSechny stejné pravdépodobné, proto pravdépodobnost 1/3. (Oproti
vypoctu vyse, tady jsme usetfili vypocet, Ze kazdd moZnost mé pravdépodobnost

vvvvvv

Pozorovani 50.
px.y(,y) px.y(,y)
pxiy\Tly) = =
v (zly) Py (Y) Yoo Pxy (@ y)
Diikaz. Definice podminéné pravdépodobnosti a Véta 37. O

TODO: ptiklady

5 Spojité nahodné veliciny

V této kapitole budeme zkoumat obecné ndhodné veliciny — tj. takové, které nemusi byt
diskrétni. Typicky ptiklad je uniformné ndhodné ¢islo z néjakého intervalu (programo-
vaci jazyky typicky simuluji takovou ndhodnou veli¢inu pro interval (0, 1)). Budeme
ale zkoumat ndhodné veli¢iny obecnéji — zacnéme tedy definici.

Definice 51. Ndhodna4 veli¢ina (random variable) na (2, F, P) je zobrazeni X : Q1 —
R, které pro kaZdé x € R splriuje

{weQ: X(w) <z} eF.
Pozorovani 52. Diskréni n.v. je n.v.

Typicky se budeme zabyvat spojitymi ndhodnymi veli¢inami, neboli takovymi, kde
kazdé redlné ¢islo md nulovou pravdépodobnost, Ze ho dostaneme. Pravdépodobnostn{
funkce ndm tedy nepomtize, a musime pouZit novy zptisob popisu ndhodnych veliin.

~ov s

Tim nejobecnéjs$im je distribucni funkce.

Definice 53. Distribucni funkce (cumulative distribution function, CDF) n.v. X je
funkce Fx : R — [0, 1] definovand predpisem

Fx(z)=P(X <z)=P{weQ: X(w) <z}).
Rozmysleme si napfed zdkladni{ vlastnosti distribu¢nich funkci.
Véta 54. Necht' X je ndhodnd velitina. Pak
1. Fx je neklesajici funkce
2. limgy o Fx(z) =0
3 im0 Fix(z) =1

4. Fx je zprava spojitd
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Diikaz. 1. Uvazme redlnd &isla 1 < xo. Potfebujeme ukdzat, ze P(X < z7) <
P(X < x5). To ale plyne ze zdkladnich vlastnosti (Vé&ta 5), protoze pokud X (w) < 7,
tak také X (w) < .

3. Ozname A,, = {X < n}. Rozhodné plati 4; C Ay C --- Podle Véty 103
(kterou jsme si nedokazovali, ale vypada snad divéryhodné) je

lim P(A,) = P( U 4n) =P@©)=1.
neN

2, 4: obdobné, detaily vynechdme. O

Spojité nahodné veliciny Nyni prejdéme k nejbéZnéjsim veli¢indm, které nejsou dis-
krétni: ke spojitym. Pozd¢ji si ukdZeme, jaké dal§{ moZnosti ndhodnych velicin jsou.

Definice 55. N.v. X se nazyvd spojitd (continuous), pokud existuje nezdpornd redlnd
Sfunkce fx tak, Ze

Fy(z) = P(X < z) /_ T et

(Nékdy se téZ pouZivd pojem absolutné spojitd veli¢ina.) Funkce fx se nazyvd hustota
(probability density function, pdf) ndhodné veliciny X.

Definici 1épe porozumime, kdyZ si rozmyslime, jak ji miZeme pouZit ke genero-
vani ndhodné veliCiny s danou hustotou. UvaZme nezapornou realnou funkci f, pro
niz je [*_f = 1. Oznatme S mnoZinu bodii pod grafem f, §j. S = {(z,y) €
R? : 0 < y < f(x)}. Nyni uvazme nihodny bod b z mnoZiny S, Vzpometime
si na definici geometrického pravdépodobnostniho prostoru, pro mnozinu A C S
je P(b € A) = Va(A)/Va(S) = Va(A). (Zde V; oznaluje obsah (dvourozmérny
objem) dané mnoZiny. Podminka na integrdl f zafidi, Ze V5(S) = 1.) Nyni ozna-
¢ime z-ovou souradnici bodu b jako X. Tim jsme jisté popsali néjakou ndhodnou ve-
licinu. Prozkoumdme ji tim, Ze zjistime, jakou ma distribu¢ni funkci F'x. Ozna¢me
Sy ={(t,y) eR?:0<y < f(t) &t < x}. Jisté je

TakZe podle Definice 55 je funkce f hustota n.v. X.
TODO: fig

Véta 56. Necht’ spojitd n.v. X md hustotu fx. Pak
1. P(X =x) =0pro kaZdé v € R.

2. Pla< X <b)= [ fx(t)dt prokasdé a < b€ R.
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Diuikaz. Ptimo podle definice distribu¢ni funkce a vlastnost{ integralu plati

Pla<X <b)=P(X<b)—P(X <a)
= Fx(b) — Fx(a)

/ o= [ g
Z/afx

Odsud je mozné dokézat bod 1 tak, Ze poloZzime b = x a a = b — 1/n a rozmyslime si,
Ze pro n — oo se bude ten posledni integral blizit nule. (Vidét je to snadno v pripadé,
kdy fx je omezena funkce, detaily vynechdme.) Protoze

0<PX=2)<Plz-1/n<X <x)

a pravd strana se blizi nule, jei P(X = z) = 0.
Diikaz 2 je uz lehky:

Pla<X<b)=Pla<X <b)+P(X =a).

P(X =a)=0podle 1,a P(a < X <b) jerovna kyZenému integrélu. O

113

TODO napsat 1épe! takZe hustota ndhodné veliéiny je ,limita histogramt

) H: fx (t)dt je primérnd hodnota funkce fx naintervalu (z—h, x+h). Pokud
se tedy funkce moc neosciluje, je to pro mald h piiblizné rovno fx(z). Na druhou
stranu je to P(x — h < X < x + h)/(2h) — &ili opravdu hustota pravdépodobnosti,
tedy pravdépodobnost intervalu vydélena jeho délkou.

Stiredni hodnota spojité n.v.

Definice 57. Necht’ spojitd n.v. X md hustotu fx. Pak jeji sttedni hodnota (expectation,
expected value, mean) je oznacovdna E(X) a definovdna

E(X) :/ z fx(x)dz,
pokud integrdl md smysl, tj. pokud se ,,nejednd o typ oo — oo “.

jednotlivych bodech.

* Opticky je vzorec pro E(X) podobny vzorci pro diskrétni n.v. UkaZzme si, jak jde
diskrétni n.v. pouZit pro aproximaci X. Zvolime malé § > 0 a budeme méfit s
presnosti d: misto X uvazime Y = L%J 0. Pokud je definice spravné, tak cekdme
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7e bude definovat E(X) blizkou hodnoté E(Y). Ale Y je diskrétni n.v., takZe
muiZeme srovnat se vzorcem, ktery uZ zname.

00 (n+1)6
E(X) = / x fx(x)dx = Z/é zrfx(x)dx

nez
(n+1)8 (n+1)6
= Z/ nd fx(z)der = Zn5/ fx(z)dzx
nez’no ne’ nd
= Z ndP(nd < X < (n+1)J) = Z ndP(Y = nd)
nez neL

A to je uz podle definice stfedni hodnota veli¢iny Y. Pfi peclivéjsim pohledu
muiZeme zjistit, Ze jsme se dopustili chyby nejvyse 4.

Véta 58 (Pravidlo naivniho statistika). Pokud X je spojitd n.v. s hustotou fx a g redlnd
funkce, tak

E(g(X)) = / o(@) fx (2)de,

— 00

pokud integrdl md smysl.
(Dtkaz vynechdme, délal by se pomoci substituce v integralu.)

Véta 59 (Linearita stfedni hodnoty). Pro Xq, ..., X,, diskrémi nebo spojité n.v. plati
E(a1X1 4+ 4 aan) = al]E(Xl) —+ e+ anE(Xn)
(Dtkaz bude pozdéji.)

Rozptyl spojité n.v. M¢&jme n.v. X s E(X) = p. Stejné jako pro diskrétni piipad
definujeme rozptyl jako E((X — u)?) a proto podle Véty 58
var(X) = E((X ) = [ (o= ? fx(a)da.

— 00

I pro spojité n.v. plati var(X) = E(X?) — (E(X))? (se stejnym dikazem jako pro dis-
kréni n.v., protoZe i tady plati linearita stfedni hodnoty). MiZeme tedy rozptyl pocitat
snaze, kdyZ opét pomoci Véty 58 spocteme:

E(X?) = /00 22 fx(x)dx

6 Konkrétni spojita rozdéleni a jejich parametry

6.1 Uniformni rozdéleni

* N.v. X mé uniformni rozdéleni na intervalu [a, b], piSeme X ~ U/(a,b), pokud
fx(x)=1/(b—a)prozx € [a,b] a fx(x) = 0 jinak.

31



* Distribu¢ni funkce mé vzorec Fx(z) = (x —a)/(b—a) proz € [a,b], Fx(z) =
Oprox <aaFx(xr)=1prox >b.

Pro ilustraci si ukazme spolu s grafem hustoty a distribu¢ni funkce i namétend data
(40 hodnot vygenerovanych z uniformniho rozdéleni na intervalu (0, 0.5). Pro vysvét-
leni: vlevo je kromé& hustoty zndzornény i histogram — tj. pro kazdy interval délky 0.05
spocitdme kolik procent dat v intervalu lezi a vydélime délkou intervalu (odhadujeme
hustotu pravdépodobnosti, nikoli pravdépodobnost). Pro kontrolu, naméfend data jsou
vyznacend na vodorovné ose.

Na obréazku vpravo je kromé distribu¢ni funkce, tj. funkce kterd v bodé = ma hod-
notu P(X < x), kreslime jeji odhad pomoci nasamplovanych 40 hodnot - tj. kolik
procent dat je < z. (Této funkci se fikd ze zjevnych divodi empiricka distribuén{
funkce. Jesté se ji budeme vénovat vice ve statistické ¢asti.)

Hustota a histogram pro 40 pokusii Naméfena/ideaini distribucni funkce

< o — - 4

Pravdépodobnost

T [ Ul LUl 1 I T
r T T T T T 1 T T T T
-01 0.0 0.1 0.2 0.3 0.4 05 0.6 0.0 0.1 0.2 03 0.4

Data Data

Stfedni hodnota X ~ U(a,b) by jisté méla byt (a + b)/2. Ovéime, Ze definice
funguji, jak maji:

200 = [ et = [ = [P < et e

Analogicky
S b2 3 b 3 3 2 2
3 b° —a a®+ab+0b
E(X2) = 2 _ / T _ |7 / _ _
(X%) /,Oofo(I) . b—a b—al, 3(b—a) 3
Odsud jiZ snadnym vypoctem ziskdme
b— 2
var(X) = (b-a)
12

6.2 Exponencialni rozdéleni

0 proz <0 0 proz <0
F = =
x (2) {1 —e M proz >0 fx(z) {
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Hustota a histogram pro 20 pokus( Naméfend/idedlni distribuéni funkce

Hustota
Pravdépodobnost

0 1 2 3 4 5 6 0 1 2 3 4

0.0

o
S

Data Data

* X modeluje napft. ¢as pred ptichodem dalsiho telefonniho hovoru do call-centra/dotazu
na web-server/Cas do dalSitho blesku v boufce/rozpadu atomu/. ..

Souvislost X ~ Exp(\)aY ~ Geom(p)
s P(X >né) =e 2 pro§ > 0 alibovolné n
e PY>n)=(1—-p)"proneN

Zkusime pochopit a aproximovat X pomoci Y. M&jme ddno \. Zvolime vhodné
malé § > 0 (délku Easového intervalu), a vybereme p takové, aby 1 —p = e~*9, neboli
p = M. Pak pro kazdé n € N je P(X > nd) = P(Y > n) (zjevné porovnanim
vzorcl). Pokud se tedy spokojime s hodnotou X ,,s pfesnosti § — tj. staci ndm zjistit
[X /0] — vystaéime s geometrickou ndhodnou veli¢inou Y. Pro pfedstavu — atom uranu
si kaZzdou milisekundu hodi korunou, jestli se ma rozpadnout. Z tohoto pohledu je tedy
exponencialni rozd€len{ limitou geometrického, kdy parametr § zmensujeme k nule.

distribuéni funkce

N Geom(1-e7°%)/3
S Exp(0.5)

T T T T T T T
-1 0 1 2 3 4 5
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Spoctéme nyni sttedni hodnotu X ~ Ezxp()\), obdobné jako vyse pro uniformni
rozdéleni.

E(X) :/ xfx(x) :/ zAe N pouZijeme per-partes
0

_ [71‘67)@];07/ 71‘67/\1
0
g a0 1
=0-0+ [—e /)], =3

Analogicky spo¢teme druhy moment:

E(X?) = / 2 fx(x) = / i e M pouZijeme opét per-partes
0

— 00

= [—m%_’\x]w - /OO —2x - e N
0 0

oo
2
/o DS

Odsud jiZ snadnym vypoctem ziskdme

2 1\? 1
Var(X):)\Z’_<>\) =%
6.3 Normalni rozdéleni

Rekneme, 7e nahodnd velic¢ina X ma standardni normdlni rozdéleni (a piSeme X ~
N(0,1)), pokud fx = ¢, kde p(z) = \/%e*“"z/z (viz obrdzek niZe). Pfislu$nou dis-
tribuni funkci zna¢ime ®. Vzorec pro ni ale Zddny neni, vime jen Ze je to primitivni
funkce k ¢ — a jde spoCitat numericky. (Ta divnd konstanta s /7 je tam proto, aby
I fooo (t)dt = 1.) Vzorec asi na prvni pohled nevysvétluje, proé je to dulezité rozdé-
leni (i kdyZ spojeni druhé mocniny a exponencidlni funkce je asi pfirozené). Ale jak
rozdéleni potiebujeme zkoumat.

Pro X ~ N(0,1), plati E(X) = 0, var(X) = 1.

TODO: vypocet
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Hustota a histogram pro 100 pokus{ Naméfend/idealni distribuéni funkce

Hustota
0.2 03 04
L L 1
Pravdépodobnost

0.1

0.0
I

LI I I

-3 -2 -1 0 1 2 3

Data Data

Obecné normdlni rozdéleni znaéime N(u,c?), jednd se o vhodn& pieskdlované
standardni normélni rozdéleni. Rekneme, 7¢ X ~ N(u,0?), pokud pro Z = %
plati Z ~ N(0,1). Nebo také obrdcené: pro standardné normélné rozdélenou veli-
g¢inu Z je p + 0Z ~ N(u,0?). Neni t&7ké odvodit, Ze normdlni rozd&leni N (u, o?)
mé hustotu (4.

Z volby znatent asi tusite, Ze u bude pfisluina stfedni hodnota a o2 rozptyl. Ze je
to opravdu tak, plyne z Véty 27, a 35).

Odolnost vuci souétu Zajimavd a dost jedine¢nd vlastnost normélniho rozdéleni:
Pokud X7, ..., X}, jsoun.n.v., kde X; ~ N (u;,0?), pak jejich soulet je také normaln{
n.v., konkrétné

X1+ + Xy~ N(p,0?),

kde pp = p1 + -+ + pp a0? = 0} + - - + o7. Brzy si ukdZeme dva zplisoby, jak tuto
vlastnost ovefit.

Vyznam normalniho rozdéleni Z centraln{ limitn{ véty (o které budeme mluvit poz-
déji) je normdlni rozdéleni dobra aproximace pro soucet mnoha nezavislych ndhodnych
veli¢in. To trochu vysvétluje vyse zminénou ,,0dolnost vici souétu®, ale zejména je to
divod, pro¢ normélni rozdéleni je v praxi hodné pouZzivané. Mnoho v praxi pozoro-
vanych veli¢in ma totiZ takovy charakter: doba jizdy zdvisi na (viceméné nezdvislych)
dobdch Cekani na jednotlivych semaforech, vyska Clovéka zavisi na mnoha riznych
genech, atd.

Pro praktické pouziti je uzite¢né pravidlo 3o (anglicky 68-95-99.7 rule). To fik4,

~

7L

Plu—o< X <pu+o)=0.68
Plu—20< X <pu+20)=0.95
P(p—30 <X < p+30)=0.997,
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viz obrdzek. Pokud narazite na text, ktery fikd, Ze tento index je v&t3i neZ 2 pro 2.5%
populace, budete hned védét, Ze se jedna o veliCinu se standardnim normdlnim rozdé-
lenim.

99.7=100%

95%

P—
68%

03

"
34.1%| 34.1%

0.2

13.6% 13.6%

0.1
I

2.1% 2.1%

M-30 p-20 p-oO M pu+o  p+20  pt+3c 3 -

p-36  p-20 -0 n H+o  p+20 p+30

(Obrazek vlevo z Wikipedie, autor Melikamp.)

6.4 Cauchyho rozdéleni

Cauchyho rozdéleni md hustotu f(z) = m Jeji distribu¢ni funkce je tedy

* 1 1 1
F(z) = / f(t)dt larctgt]” . = — arctgz + =.
oo 7T

T 2

Uvddime ji zde hlavné jako vystraZzny piiklad. PfestoZe graf vypadd podobné jako nor-
madlni rozdéleni (jen trochu vic ,rozpldcnuté®), tak se zdsadné 1isi: nemd stfedni hod-
notu! Sice ze symetrie grafu bychom mohli usoudit, Ze by toto rozdéleni mélo mit
stfedni hodnotu 0, stejné jako N (0, 1), ale zde se jednd o nedefinovany piipad co — co.

Je totiz
oo

o 1
/0 z- f(z) = [%logl—i—af]o = 00.
Miuzeme to i prakticky ovéfit: kdyZ vygenerujeme mnoho ndhodnych hodnot z tohoto
rozdé€leni a spocitime jejich primér, dostaneme hodnoty velice daleko od nuly — na
rozdil od N (0, 1).
Pro vyzkouSeni v R: mean(rcauchy(1076)) versus mean(rnorm(10"6)).
A totéZ v Pythonu:

import numpy as np
print (np.mean(np.random.normal (0,1 ,10%%6)))
print (np.mean(np.random. standard_cauchy (10%%6)))
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< —— Cauchy
N(0, 1)

hustota
0.2

6.5 Dalsi rozdéleni

Existuje mnoho dal§ich pojmenovanych rozdéleni, na nékterd narazime pozdé&ji. Zde
jen struény vycet:

* Gamma rozdé€leni — rozdéleni souctu nékolika nezavislych veli¢in s exponencidl-
nim rozdélenim. Takze modeluje jevy, kdy je potieba ,,nékolikrat vystat frontu*.

* Beta rozdéleni s parametry «, 3: m4 hustotu cx®~*(1 — x)#~! (pro z € (0,1)).

* x? rozdéleni s k stupni volnosti = chi-kvadrdt (y?) je specidlni pfipad gamma
rozdéleni. Ale zejména je to rozdéleni Z7 + --- + Z2, kde Z; ~ N(0,1) jsou
n.n.v. — potkdme ve statistické ¢asti.

* Studentova t-distribuce — potkdme ve statistické Casti.

6.6 Kombinace spojitého a diskrétniho rozdéleni

Zkuste pred dal$im ctenim tipnout, jaké veli¢iny jsou zachyceny na nésledujicih obraz-
cich:
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Histogram of data Histogram of X + Y

15

Density
Density
0.10 0.15 0.20
| | ]
I

0.05
1

X
£

0.0
L

-4 -2 0 2 4 -5 0 5 10

7 Kvantilova funkce a Universalita uniformniho rozdé-
leni

Pro néhodnou veli¢inu X definujeme kvantilovou funkci Qx : [0,1] — R pomoci
Qx(p) :=min{r € R:p < Fx(z)} )
» Pokud Fx je spojitd, tak Qx = F'y ! (inverzni funkce k F'x).

* Obecné plati:
Qx(p) <z p< Fx(z). 3)

* Jako medidn oznaCujeme hodnotu m = Qx (1/2). Je to (nejmensi) takové &islo,
Ze P(X <m) > 1/2aP(X > m) < 1/2. Pokud je X diskrétni n.v., tak
takovych Cisel je vice, a v tom pripadé definice medidnu neni ustidlend. Dale
budeme pro jednoduchost predpokladat spojité rozdéleni.

* Prvni kvartil je hodnota, ¢ = @ x(1/4) takovd, Ze jedna Ctvrtina hodnot je < ¢
(P(X < q) < 1/4). Desity percentil Qx(10/100) je hodnota vétsi nez 10 %
hodnot, atd.

Véta 60. Necht’ X je spojitd n.v. s rostouci distribucni funkci F = Fx. Pak F'(X) ~
U(0,1).

Ditkaz. Oznatme Y = F(X) (tedy Y je ndhodnd veli¢ina). Prozkoumdme, o jakou
veli¢inu se jednd, pomoci jeji distribu¢ni funkce. Pro y € (0, 1) zvolme z takové, aby
y = F(z) (existuje diky spojitosti F').

P(Y <y) = P(F(X) < F(x)) = P(X <) = F(x) = y.
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TudiZ se Fy shoduje s distribu¢ni funkci U(0, 1) na intervalu (0, 1), a tedy i vSude
jinde. Proto md Y uniformni rozdéleni na (0, 1). O

Véta 61. Necht’ U ~ U(0,1) a F je funkce ,,typu distribucni funkce “, tj. neklesajici
spojitd funkce s limg_, oo F(x) = 0 alimy— 100 F(z) = 1. Bud’ Q odpovidajict
kvantilovd funkce (podle (2)). Pak Q(U) je n.v. s distribucni funkci F.

Diikaz. Podobné jako v minulé vété, jenom jednoduseji. Oznaéme X = Q(U). Pro-
zkoumdme distribu¢ni funkci X:

P(X <) = PQ(U) < 2) = P(U < F(x)) = F(a).

Tady prvni rovnost je definice X, druhd z vlastnosti (3), a posledni z vlastnosti uni-
formniho rozdéleni (a toho, Ze F'(x) € [0, 1]). O

Vétu 61 miZeme pouZit na generovani nahodnych velic¢in s danym rozdélenim.

Priklad 62. Vyrobte ndhodnou veli¢inu s rozdélenim Exp()), pokud mdte k dispozici
U~U(,1).

Vime, 7e distribu¢ni funkce Exp()\) je F(z) = 1 — e~?*. Jednd se o spoji-
tou funkci, pfislusnd kvantilovd funkce je tedy jeji inverzni funkce. Snadno spocteme
Q(p) = w. Podle Véty 61 méd Q(U) = bg(_li/(U) pozadované rozdéleni.

TODO: diskrétni n.v.

8 Nahodné vektory

SdruZena distribuéni funkce (Joint cdf) Casto chceme zkoumat n&kolik nahodnych
veli¢in najednou. Budeme pak moc zkoumat jejich vzdjemné zdvilosti, a napt. rozlisi
mezi dvéma nésledujicimi obrazky (kazda tecka znamena jednu vygenerovanou hod-
notu nahodného vektoru).

Ywlxw * Yw > 0]

Xw XwlXw * Yw > 0]

Definice 63. Pro n.v. X, Y na pravdépodobnostnim prostoru (2, F, P) definujeme
jejich sdruzenou distribu¢ni funkei (joint cdf) Fixy : R? — [0, 1] predpisem

Fxy(z,y) =P{w e Q: X(w) <z&Y(w) <y}).
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Mohli bychom definovat i pro vice nez dvé n.v. Fx, . x, (x1,...,2,) = P(X; <
21& ... X, < x,). Pro pohodli znafeni budeme obvykle zkoumat jen dvojrozmérny
ptipad.

Véta 64 (Pravdépodobnost obdélniku). Pokud F' = Fx y, tak
P(X € (a,b] &Y € (¢,d]) = F(b,d) — F(a,d) — F(b,¢) + F(a,c).

Casto miZeme sdruZenou distribu¢ni funkci psét jako integral pomoci nezaporné
funkce fx,y

x Yy
FX,Y(%y):/ / Ix,y(x,y)dxdy.

Pak nazyvdme n.v. X, Y sdruZené spojité. Funkce fx y je jejich sdruZend hustota.
(Tak jako u jednorozmérného piipadu miize byt fx y > 1, nenf to pravdépodob-
nost, ale jeji hustota — kolik pripada pravdépodobnosti na jednotku obsahu.)
Stejné jako u jednorozmérného pripadu mizeme pak pomoci hustoty vyjadrit i dalsi
pravdépodobnosti:

P(X.Y)€8) = [ fxv(edudy

_ 82FX,Y($7y)
fX,Y(J?,y) = T@y

Véta 65 (Pravidlo naivniho statistika). Stejné jako v diskrémim pFipadu plati pro
stredni hodnotu funkce dvou n.v.

E(g(X,Y)) = /_OO /_00 g(z,y)fxy(x,y)drdy.

A stejné jako v diskrétnim pfipadu odsud odvodime E(aX +bY +¢) = a-E(X) +
b-E(Y) + ¢, a odsud indukci Vétu 59.
Nezavislost spojitych nahodnych velicin

Definice 66. Ndhodné veliciny X, Y nazveme nezévislé (independent), pokud jevy
{X <z} a{Y <y} jsou nezdvisié pro libovolnd x,y € R. Ekvivalentné,

P(X <z, Y<y)=PX <z)P(Y <y), neboli
Fxy(z,y) = Fx(z)Fy (y)

Véta 67. Necht’ X, Y maji sdruZenou hustotu fxy (a hustoty fx, fy). Ndsledujici
tvrzent jsou ekvivalentni:

e X, Y jsou nezdvislé

s fxy(z,y) = fx(x)fy(y)
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Soucet spojitych n.v.

Véta 68 (Konvoluce pro spojité n.v.). Necht’ spojité X, Y jsounnv. Pak Z = X +Y
Jje také spojitd n.v. a jeji hustotu dostaneme jako konvoluci funkci fx, fy, neboli

JCZ(Z):/7oo Ix(@)fy(z — x)dz.

Priklad 69. Necht’ X, Y ~ N(0,1) jsou n.n.v. Jaké je rozdéleni jejich souctu X +Y?

TODO: vypocet
Plati nésledujici analogie Véty 37.

Véta 70 (Margindlni hustota).

fx(z) = /ER Ixy (@, y)dy
Y

fy(y) = /ER Ixy(x,y)dx

Podminéna hustota

Definice 71. Pro spojité n.v. X, Y definujeme podminénou hustotu (conditional pdf)
predpisem
fXAY (1'7 y)
fxpy (@ly) = =————
| fr(y)

pokud je fy (y) > 0, jinak ji nedefinujeme.

Vicerozmérné normalni rozdéleni UkédZeme si dulezity ptiklad spojitého ndhod-

z S ~ 2z 2 4 z — 2
ného vektoru. Pfipomefime hustotu standardniho normélniho rozdé€leni, p(t) = \/#27@ /2,
PoloZme

1 _ et
2

fltsstn) = e(t)e(tz) - p(tn) = NN

Vsimnéme si, 7e f(t1, ..., tn) = (27)""/2e7""/2 kde r? = 2+ - - - + 2. Rikdme, Ze
[ je radidlné symetrickd funkce, jeji hodnota zaleZi jen na vzddlenosti od pocatku. (Na
obrazku je pro ilustraci pfipad n = 2.) . il

Necht' nhodny vektor Z = (Zy,. .., Z,) mé hustotu f. Potom 215 ., Z, jsou
n.n.v. (Véta 67) a pro viechna i je Z; ~ N(0,1) (TODO). mage by Wikipedia editor Piotrs.

Z toho, Ze f je radidlné symetrickd funkce plyne, Ze Z/| Z|| je uniformn& nghodny
bod na n-rozmérné sfére. (Coz je nejlepsi zptlisob, jak takovy bod vygenerovat.)

Zaroven také skalarni souCin Z s libovolnym jednotkovym vektorem ma stejné
rozdéleni jako (e1, Z) = Z;. Tudiz, pro kazdy jednotkovy vektor u plati, Ze (u, Z) =
Yo, uiZ; ma také rozd€leni N (0, 1) To jsme si dfive uvadéli jako ,,odolnost normal-
niho rozdéleni vici s¢itani®.

TODO: 1épe vysvétlit?
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Vicerozmérné normalni rozdéleni obecné Obecnéji miZzeme vzit ndhodny vektor
s hustotou ¢ - e~ @), kde ¢ > 0 je vhodnd konstanta a Q(t) = (t — u)" M (t — ) je
kvadratickd funkce s positivné semidefinitni matic{ M. PouZiva se ve strojovém uceni.
Soufadnice nejsou nezdvislé!

(x)d

Image by Wikipedia editor Bscan.

Podminovani Stejné jako v diskrétnim piipadé zavedeme podminéné pravdépodob-
nosti, tentokrat tedy v podobé distribu¢ni funkce a hustoty.

Definice 72. X je n.v. na (Q, F,P), B€ Fa P(B) >0
K tomu prislusi hustotni funkce fx|p.

e pokud B = {X € S} (coZ, pro pfipomenuti, znamend ptesnéji B = {w € Q :
X (w) € S} pro néjakou mnozinu S C R, tak

Ix () kudz € S
2) = 4 P(XES) po
fX‘B( ) {0 jinak

Véta 73 (véta o rozkladu hustoty). Necht’ X je spojitd n.v., necht’ By, Bs, ... je
rozklad ). Pak

ZP FX\B1 ) a
ZP i) fx|B, (2).

Diikaz. Véta o uplné pravdépodobnosti pro F'x, zderivujeme pro fx. O

Podminéna hustota a stiedni hodnota
* E(X|B)= ffoool“ : fX\B(x)dx
* E(g =7 g(@)fxp(x)dz
e Pokud By, Bs, ... jerozklad, tak

= ZE(X \ Bi)P(Bi)'
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Podminéna hustota a stfedni hodnota
s fxpy(zly) = fxf:i((;y) je hustotan.v. X, pokud Y =y
« E(X |Y =y):= [z fxy(z|y)dz je stfedni hodnota této veliciny

c E(g(X)|Y =y) = [Z 9(x) - fxpy (z]y)dz

B(x) - [ TEX Y = )y (n)dy

— 00

E(X) = E(E(X | Y))

9 Nerovnosti

Véta 74 (Markovova nerovnost). Necht’ ndhodnd velic¢ina X spliiuje X > 0, necht’
a > 0 je redlné cislo. Pak
E(X)

P(X >a) <
(Xza)< =

Diikaz. Podle Véty 30
E(X)=P(X > a)E(X | X >a)+ P(X < a)E(X | X < a)
>P(X>a)-a+0

Zde jsme pouzili toho, Ze E(X | X > a) je ur€ité alespori a, dile P(X < a) > 0a
E(X | X < a) > 0. Ted stali jen vydélit a. O

Poznamky

* Pokud zvolime a = b - E(X), miZeme nerovnost psét ve tvaru
1
P(X >b-E(X)) < 5

 Extrémni pfipad je, pokud X = a > 1 s pravdépodobnosti 1/a a X = 0 ji-
nak. Promyslenim tohoto prikladu vidime, Ze k dikazu staci obycejné , kupecké
pocty .

¢ Obréaceny pohled: mize byt 51 % lidi dvakrat star$i neZ pramér?

Priklad 75. Sestavili jsme pravdépodobnostni algoritmus (tj., algoritmus, ktery si hdzi
korunou) a zjistili jsme, Ze pro jeho dobu béhu X plati E(X) = n? (n je velikost
vstupu). Co muZeme odsud zjistit o tom, jak je pravdépodobné, Ze algoritmus pobéZi
vyrazné déle?

I bez dalsi analyzy algoritmu miiZeme pouZit Markovovu nerovnost: je jist¢ X > 0,
proto plati
P(X > en?) <

ol
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Véta 76 (éeby§evova nerovnost). Necht’” X md konecnou stiedni hodnotu . a rozptyl
2
o“. Pak

P(IX —pl>t-0) <

Tl =

Diikaz. Polozme Y = (X — p)2. Jist€ plati Y > 0 a E(Y) = 2. Stalf tedy pouZit
Markovovu nerovnost pro Y. O

Véta 77 (Chernoffova (Cernovova) nerovnost). Necht’ X = Z?zl X, kde X; jsou
n.n.v. nabyvajici hodnot +1 s pravdépodobnosti 1/2. Pak pro t > 0 plati

PX<—t-o)=P(X>t-o)<e /2
kde o = ox = /n.

Vétu nebudeme dokazovat, dikaz si uvedeme v dal§im semestru (Pravdépodob-
nost a Statistika 2). Uvadime ji zde jako ukdzku toho, Ze pokud o veli¢iné¢ X mame
specidlni znalosti (jako zde, Ze je to soucet nezdvislych ndhodnych veli¢in), tak ma-
7eme ziskat lepsi odhad, neZ pro obecnou nihodnou veli¢inu, coz diva Cebysevova
nerovnost. Chernoffova nerovnost se Casto pouziva pri analyze pravdépodobnostnich
algoritmu.

10 Limitni véty
10.1 Zakony velkych cisel

Véta 78 (Silny zédkon velkych Cisel (strong law of large numbers)). Necht’ X1, X,
... jsou stejné rozdélené n.n.v. se stiedni hodnotou 1 a rozptylem o. Oznaéme X, =
(X1 4+ X,)/n tzv. vybérovy pramér (sample mean). Pak plati

lim X, = pu skoro jisté (1j. s pravdépodobnosti 1).

n— oo

Rikdme, Ze posloupnost X,, konverguje k ju skoro jisté (almost surely).

Poznamky

* To je divod, pro¢ pfi délani experimentd opakovat méfeni. Zarover to ukazuje,
Ze je tieba, aby méfeni byla nezavisla.

* Specidlni pfipad: pro pravdépodobnostni prostor (£2, 7, P) budeme zkoumat né-
jaky jev A € F. Experiment budeme nekone¢nékrat opakovat, neboli uvazime
naSe elementdrni jevy budou posloupnosti prvkd . X;(w) = 1, pokud w; € A
(pfi i-tém opakovéni pokusu nastal jev A), a X;(w) = 0 jinak.

TODO
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Monte Carlo integration Jak spocitat fm cA g(x)dx?
Specidlné:
1 prozxelS

9(@) = {0 jinak

. obsah kruhu
TODO: dopsat pofadné
Silny zakon velkych cisel dokazovat nebudeme, ale ukdZzeme si podobné tvrzeni:
Véta 79 (Slaby zakon velkych Cisel (weak law of large numbers)). Necht’ X 1, Xo,

... jsou stejné rozdélené n.n.v. se stiedni hodnotou i a rozptylem o®. Oznacme X, =
(X1 + -+ X,)/n. Pak pro kaZdé € > 0 plati

lim P(|X, —pu| >¢)=0.

n— oo

Rikdme, Ze posloupnost X,, konverguje k 11 v pravdépodobnosti (in probability) a pi-
Seme X, i u.

Diikaz. Podle Véty 59 je E(X,) = (E(X1) + -+ + E(X,))/n = p. A protoZe
jsou jednotlivé séitance nezdvislé, mizeme pouzit i Vétu 35 a dostaneme var(X,,) =
(var(Xy) + - - - 4 var(X,,))/n? = 0% /n. Mizeme tedy pouzit CebySevovu nerovnost
pro a = /ne/o a dostaneme, Ze

— 0'2
P(|Xy, —pl >¢) < el

Tim jsme jednak dokdzali vétu, jednak i nasli explicitni odhad na to, jak velkd bude
pravdépodobnost chyby pro konkrétni n, € a 0. O

Jak naznacuje ndzev predchozich vét, tak z Véty 78 plyne Véta 79. Uvédomte si
ale, Ze jsme vlastné ukazali néco trochu vic — ukdzali jsme, jak rychle se ta posloup-

v

nost pravdépodobnosti bliZ{ k nule, neboli jsme ziskali néstroj, jak rozhodovat tvrzeni
ndsledujiciho typu:

Priklad 80. Pri méreni hmotnosti udéldme chybu s normdlnim rozdélenim a smérodat-
nou odchylkou 1 gram. Kolik méreni musime provést, aby priumér namérenych hodnot
nemeél veétsi chybu nez 0.1 gramu?

TODO dvé feseni — pies soucet normdlnich i pres WLLN

10.2 Centralni Limitni véta
Nejdulezitéjsi véta pravdépodobnosti a statistiky.

Véta 81. Necht’ X1, Xo, ... jsou stejné rozdélené n.n.v. se stfedni hodnotou . a roz-
ptylem o%. Oznacme Y,, = (X1 + -+ + X,,) —nu)/(v/n - o).
Pak'Y, 4N (0, 1). Neboli, pokud F,, je distribucni funkce Y,,, tak

lim F,(z) = ®(z) prokaZdéx € R.
n—00

Rikdme, Ze posloupnost Yy, konverguje k N (0,1) v distribuci (in distribution).
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Vétu si zde dokazovat nebudeme, zdjemce odkdZeme na prednasku Pravdépodob-
nost a Statistika 2.
Rozmysleme si ale, pro¢ ma véta takové znéni, jaké ma4.

* Stejnym postupem jako v diikazu Véty 79 zjistime, Ze E(Y,,) = 0 avar(Y,,) = 1.
To je jednak klicovy rozdil CLV a Zikona velkych &isel — zde se rozptyl neblizi
nule, takZe posloupnost Y,, se, oproti S,, nebliZ{ jednobodovému rozdéleni. To
jesté nedokazuje, Ze Y, se blizi N (0, 1), ale ,,m4 k tomu Sanci®.

e Pokud jsou viechna X; normdlni s rozdélenim N(u,o?), tak (odolnost viici
souctu!) je i Y,, normdlni — s ohledem na pfedchozi bod bude pfesné Y,, ~
N(0,1). Neboli: jiné rozdéleni nez normdlni v CLV byt nemizZe!

TODO: obrazky
TODO: proc je to diilezité TODO: co znamend konvergence v distribuci

Poznamky

* Specidlni ptipad: pokud X1,...,X,, ~ Bern(p), tak vime, Ze jejich soucet se
fdi rozdélenim Bin(n,p). V tomto pfipadé je tedy Y,, pfeskdlované binomické
rozdéleni. To tedy ukazuje, Ze v distribuci se (Bin(n,p) — np)/+/np(1 — p)
blizi N (0,1).

Vizudlni ukdzku dava tzv. Galtonova deska: pravidelné
rozmisténé hiebiky plsobi na padajici pisek jako po-
sloupnost nezavislych ndhodnych veli¢in (posud o +1
nebo o —1 pii kazdém spadnuti o jednu fadu dold. Za-
plnénost jednotlivych sloupecki vytvaii histogram bino-
mického rozdéleni Bin(n,1/2) (kde n je pocet fadek).
¢ Centralni limitn{ véta iikd, Ze vysledné rozdéleni je také
priblizn€ normalni.
CC-BY-SA 4.0 (as metadata). Please attribute as Mate-
mateca (IME/USP)/Rodrigo Tetsuo Argenton. This file
was published as the result of a partnership between Ma-
temateca (IME/USP), the RIDC NeuroMat and the Wiki-

media Community User Group Brasil

voevs

nostni funkce Bin(n,p) dobfe aproximovana hustotou N (np,np(1 — p)), tedy
vhodné preskdlovanou Gaussovou funkei . Presnéji:

—np)2
<n>p’“<1 L

k ~ V2mnp(L - p)

pro k blizké pn. Jesté piesnéji: pokud pro néjaké ¢ je |k — pn| < c/np(1 — p)
a n se bliZi nekoneénu, tak pomér dvou vyrazii nahote se blizi k jedné.
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Order in Apparent Chaos: I know of scarcely anything so apt to impress
the imagination as the wonderful form of cosmic order expressed by the
Law of Frequency of Error. The law would have been personified by the
Greeks and deified, if they had known of it.
Francis Galton: Natural Inheritance (1889)

11 Statistika — avod

Doposud jsme se vénovali tomu, Ze pro zadany model ndhodné situace (napf. dané
ndhodné veli¢iny, jejich distribuci danou (sdruZenou) pravdépodobnostni funkci/hus-
totou), jsme zjist'ovali ,,co se stane* — jakd je pravdépodobnost néjakého jevu, jaka je
stfedni hodnota néjaké veli¢iny, atd. Nyni na§ pohled oto¢ime: budeme chtit z pozo-
rovanych dat odvodit, jaky model je asi vytvofil, piipadné jaké mé&l vlastnosti. Resené
ulohy si rozdélime do nékolika typa:

* bodové odhady — chceme urcit hodnotu néjakého parametru (Casto stfedni hod-
noty neznamého rozdéleni)

* intervalové odhady — chceme pro néjaky parametr najit interval, ve kterém bude
leZet napf. s pravdépodobnosti 99 %.

* testovani hypotéz — chceme zjistit, zda namétfend data podporuji nasi hypotézu,
nebo ji vylucuji.

* (linedrni) regrese — jaka je zavislost mezi dvéma méfenymi hodnotami?

Kazdé z téchto otazek se budeme vénovat podrobnéji, ukaZme si jen na piikladu, co
to znamend. Rekndme, Ze chceme zjistit, kolik je v Ceské republice levdki. V principu
bychom mohli tuto otdzku zjistit pii pfiStim scitdn{ lidu, ale radi bychom nasli opera-
tivnéjsi a levnéjsi postup. Nabizi se pouZzit ndhodny vzorek: z celé populace (N = 10.7
miliond) vybereme nahodny vzorek o rozsahu (velikosti) n = 100 (napt.). U kazdého
z nich zjistime, zda je levdk a odsud odvodime néco o poétu levaki v celé CR. Po-
kud méame za kol vytvofit bodovy odhad, tak najdeme jedno Cislo, které bude nejlepsi
mozny odhad. (Co to vlastné znamena si ukazeme v pristi kapitole.) Intervalovy odhad
pravdépodobnosti. UkaZeme si, jaky je sprdvny vztah mezi $itkou nalezeného inter-
valu a poZadovanou spolehlivosti.

TODO: ptiklady na dalsi dlohy

Nez se ale pustime do konkrétnich metod a vét, podivejme se na nékolik tvari statis-
tiky. Ta prvni (kterou nejCastéji uvidime tfeba v novinach) spocitd prosté v piehledném
znazornéni néjakych dat. Této Casti se k4 exploracni analyza dat. Nebudeme si k ni
fikat nic podnétného — kromé toho, Ze je potfeba peclivost a poctivost. MoZné neduhy:

e co délat s nedplnymi daty (¢lovék co odpovi jenom na putlku otdzek, student
odejde v pulce pisemky, firma zkrachuje v prib&hu roku)

* co délat s daty, ktera jsou asi chybna
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* pokud vybirdme jen ¢ast dat (ndhodny vzorek) — vybirdme rovnomérné ndhodné?
Nebo podle toho, co je sndze dostupné, nebo co se ndm vic hodi?

* nejsou zvolené obrazky zavadejici?

e atd., atd.

Ukazme si zde jen tfi mozZné zpuisoby znazornéni stejnych dat: dve skupiny studentt
pisici pisemku.

TODO: vysvétlit boxplot TODO: u histogramu z4leZ{ na jemnosti!

Vysledky pisemky
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value of X

TODO: radar chart, stem chart, scatter plot, bubble chart

TODO: nomindlni proménna (také kategorickd), poradové/ordindlni, numericka

Exploracni analyza miZze objevit zajimavé souvislosti. Problém ale je, jak zjistit,
které jsou popis néjaké skryté skutecnosti a které jsou zpisobeny ndhodnym kolisanim
dat. KdyZ budeme mit dat dostatecny pocet, objevime v nich cokoli, viz tfeba

Letters in winning word of Scripps National Spelling Bee
correlates with

Number of people killed by venomous spiders

1999 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009
15 letters 15 deaths

10 deaths
10 letters

5 deaths

Spelling bee winning word

5 letters 0 deaths
1999 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009

s12p|ds snowouan Aq paj|f 3jdoad Jo saquinN

- Number of people killed by venomous spiders-+- Spelling Bee winning word

Tim se pravé zabyva statistika ve smyslu aplikované matematické discipliny; bu-
deme zkoumat tak zvanou konfirmac¢ni analyzu. Jejim zakladem je zptsob, jak vybi-
rdme z velké mnoZiny (tzv. populace) objekty, které budeme méfit nebo jinak zkoumat.
Logicky postup je vybirat uniformné ndhodné bez vraceni. Jako jednodussi pro analyzu
se ukazuje vybirat uniformné ndhodné s vracenim.

TODO: binom vs. hypergeom.

TODO: stratifikovany vybér

Motivovani ptedchozi diskuzi definujeme ndsledujici pojem:

Nahodny vybér Posloupnost n.n.v. Xi, ..., X, se stejnym rozdélenim nazyvame
ndhodny vybér s rozsahem n. Pokud maji tyto veliCiny distribucni funkci F', piSeme
Xi,..., X, ~F.

Uvédomme si, Ze ve skutecnosti tyto ndhodné veli¢iny nevidime, ziskdme jen je-
jich hodnoty pro naSe konkrétni méfeni, neboli pozorovéni, neboli realizaci. Zpravidla
znacime x; naméfenou hodnotu X, neboli z; = X;(w) pro elementérni jev w € £,
ktery skutecné nastal.
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Parametrické vs. neparametrické modely V naSem patrani po modelu, ktery vy-
svétluje naméfena data, se miZeme rozhodnout, Ze budeme velice otevieni — povolime
libovolnou distribu¢ni funkci nezndmé veli¢iny, nebo se tfeba omezime na diskrétn{
(nebo naopak spojité) veli¢iny. Nebo naopak miZzeme pouZit tzv. parametrické modely
budeme zkoumat jen distribu¢ni funkce F' z mnoziny {Fy : ¥ € ©} — ¥ je nezndmy
parametr, © mnoZina moznych hodnot toho parametru. Piiklady:

 Pois(\) (parametr ¥ = )\, © = R™)
e U(a,b) (parametr ¥ = (a,b), © = R?)
e N(u,o?) (parametr ¥ = (u,0), © = R x RY)

Nabizi{ se otazka, proc to délame, odkud vime, Ze nezndma ndhodna veli¢ina ma zrovna
tenhle typ rozdéleni. Typicky to délame na zdkladé predchozich zkusenosti: bud’ zkou-
méni podobnych problému jinymi lidmi, nebo nas{ vlastni explorani analyzy. Je k
tomu ale tfeba pridat komentar statistika George Boxe: ,,VSechny modely jsou Spatné,
ale nékteré jsou uZzitecné.

Statistika Kromé toho, Ze statistika je ndzev oboru, m4 i jisty technicky vyznam.
Statistika je libovolna funkce ndhodného vybéru, tj. napf. aritmeticky primér, median,
maximum, atd.

Tj. T = T(Xy,...,X,) je ndhodnd veliina — takovd, kterd svoji ndhodnost Cerpd
jen z veli¢in X1, ..., X,, (pfi zpracovani dat uZ nehdzime kostkou). D4 se tedy fict,
Ze ulohou statistikti je hledat vhodné statistiky, které fesi tlohy vySe zminéné (napf.
odhad neznamého parametru).

12 Intervalové odhady

Necht' Ty < T, jsou dvé statistiky. Rikame, Ze uréuji intervalovy odhad, té% interval
spolehlivosti, téZ konfidencni interval o spolehlivosti 1 — o (1 — « confidence interval),
CI, pokud
P(T] S’lgSTQ)Zl—CK

Neékdy také uvazujeme jednostranné intervalové odhady (ptipad 77 = —oo, resp. 1o =
+00). MiZzeme také poZadovat siln&jsi vlastnosti: P(¢ > Tz) = P(¢¥ < T1) = «/2.
Nez pokro¢ime déle, uvédomte si, co je v uvedenych vyrazech ndhodné! Prepokla-
dame, Ze ¥ je parametr — jeho hodnota je ndm sice nezndma, ale je to néjaka dobie
definovana vlastnost reality (tfeba skutedny pocet levaki v CR). Nahodnost je v hra-
ni¢nich bodech intervalu: hodnoty 77, 75 jsou ndhodné veliiny. To, jaky interval fek-
neme jako nasi aproximaci reality zavisi na tom, jak dopadnou nase méfeni — neboli na
realizaci ndhodného vybéru X, ..., X,,.

Nase prvni statistickd dloha bude vlastn€ cvifeni na prici s normdlni veli¢inou.
Vétu formulujeme obecné, ale jako realisticky piiklad si miZeme predstavit fyzikaln{
méfeni — méfime hmotnost opakovanym méfenim na stejné vaze, jejiz chyba méren{
ma normalni rozdéleni se smérodatnou odchylkou o. Zndme o (je to vlastnost vahy),
hledame 1, nezndmou hmotnost. Méfeni, ktera provadime, tedy budou realizaci na-
hodné veli¢iny s rozdélenim N (19, 02).
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Véta 82 (Intervalové odhady normdlni ndhodné veliCiny). Necht’ X, ..., X,, je nd-
hodny vybér z N(9,02). o zndme, 9 chceme urcit. Zvolime o € (0, 1). Necht’ D(za/2) =
1 — «/2. Oznacme S, = (X1 + --- + X,,) /n (tzv. vybérovy priimér) a

Cn = [Sn - Za/2 : O/\/ﬁa Sn + Zoc/2 . O-/\/ﬁ]
Pak P(C,,39)=1—a.

Diikaz. Ozname Y,, = i 7:/2 Uvédomme si, ze Y;, ~ N(0,1): spoéteme E(Y;,) = 0
avar(Y,) = 1 (stejné jako v dikazu Véty 79). Ddle pouZzijeme odolnost normalniho

rozdéleni viici souctu. Zbyva si uvédomit, Ze

P9 > Sn 4 zaj20/v/n) = P(Yn < —24/2) = ®(—2za)2) = /2.

O

N e

Nyni postoupime k obecnéjSimu pripadu: pokud mdme dost scitanci (abychom
mohli pouzit centrdlni limitni vétu), miZeme vytvorit intervalovy odhad zcela stejné
jako pro normdlni veli¢inu — nebude to ale odhad s pfesné pozadovanou pravdépodob-
nosti chyby, nybrz tato pravdépodobnost bude mit jen poZadovanou limitu.

Véta 83 (Intervalové odhady pomoci CLV). Necht’ X1, ..., X, je ndhodny vybér z
néjakého rozdéleni se stiedni hodnotou ¥ a rozptylem o?. Opét o zndme, ¥ chceme
urcit a zvolime o € (0, 1). Zvolime 22, Sy, a Cy, jako v pFedchozi vété. Pak

lim P(C,39)=1-a.

n—oo

. » oy . PRV . s d
Diikaz. Oznacime Y,, stejné jako v prechozi vété a v§imneme si, Ze CLV tik4, ze Y,, —
N(0,1). Proto plati

P(9 > Sy + 20/20/Vn) = P(Yn < —2a/2) —— ®(—24/2) = /2.
O

Zrusili jsme sice poZadavek na normalitu zkoumanych velicin, ale stdle prepokla-
dame, Ze zname jejich rozptyl. I tomu se jde vyvarovat pomoci tzv. Studentova t-testu.
K tomu se ale dostaneme pozdéji.

13 Bodové odhady

UvaZujme naddle ndhodny vybér Xi,..., X, ~ Fy, budeme chtit odhadnout néja-
kou funkci neznamého parametru 9. MiiZzeme zkoumat naptiklad veliCiny s rozdélenim
N(u,0?) a chtit odhadnout jejich rozptyl. Pak bude ¥ = (u,0) a g(¥) = o2. Ale
i u rozdéleni s jedinym parametrem (napf. Geom(p)) miZeme chtit misto parametru
¥ = p odhadovat stfedni hodnotu 1/4.

Nyni se zaméfime na odhad pomoci jednoho ¢isla, neboli bodovy odhad. Hledame
tedy statistiku ©,, = ©,,(X1,..., X,,), kterd ,,dobfe aproximuje* hodnotu g(¥)). Pro-
toze nas odhad je ndhodna veli¢ina, nemtiZeme Cekat, Ze by se kyZené hodnoté sku-
te¢né rovnal. Co tedy miZeme realisticky od bodovych odhadd ¢ekat? Jak porovnat,
ktery odhad je lepsi a ktery horsi?
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Definice 84. Pro ndhodny vybér X1,..., X, ~ Fy a libovolnou funkci g nazveme
bodovy odhad ©,,

« nevychyleny/nestranny (angl. unbiased) pokud E(©,,) = g(19).

* asymptoticky nevychyleny/nestranny pokud lim,,_, . E(0,,) = g(¥).
* konzistentni pokud 6, Ei (). (Definice konvergence v pravdépodobnosti je
stejnd jako ve Vété 79.)
Ddle definujeme
* vychylenf (bias) biasy ((:)p) = E(©,,) — ¥ (Zdpis md znacit, Ze vychyleni zdlezi
Jjak na vybrané statistice ©,,, tak na skutecné hodnoté parametru 1.

« stfedni kvadratickd chybu (mean squared error) M SEy(0,,) = E((6,, — 0)?)

¢ Odhad muzZe byt nevychyleny a ptitom k ni¢emu: pokud tfeba v poloviné pripadi

dévé hodnotu o milion vyssi a v poloving piipadl o milion niZsi.

YOy v

» To casteéné fesi konzistence: ta fikd, Ze pro rostouci n pravdépodobnost velké
chyby klesd k nule.

* Pokud nés zajima nejen chovani v limité, ale i pro mald n, potfebujeme napf.
MSE. Pokud pro veli¢inu ¥ = (én — 19)? pouZijeme Markovovu nerovnost,
zjistime, ze P(Y > ¢cM SE) < 1/c. Takze pokud je M SE malé, mame i odhad
na pravdépodobnost toho, Ze zrovna pfi naSem méfeni vyjde odchylka od spravné
hodnoty velka.

e Dalsi véta nam ukdZe, jak docilit malé M SE: potfebujeme malé vychyleni i

maly rozptyl naseho odhadu. Proto nékdy miZe byt vhodné uvazovat i (trochu)

------

Véta 85. MSE(O,) = biasy(0,)? + vary(0,)
Diikaz. Podle Véty 35 je var(0,,) = var(©,, — 9). To mizeme podle Véty 34 napsat
jako
E((©n = 9)%) — (E(©, — )",
V predchozim vzorci je prvni &len M SEy(0,,) a druhy bias3. O
Alternativni diikaz pfimocarym rozepsanim:
Diikaz. Oznatme p = E(©
MSEy(0,) =E(((0n — p) — (9 — u))?)
(On = 1)* =2(O — ) (@ — ) + (9 — p)*)
((On = 1)?) = 2E((©n — p)(9 — ) +E((0 — p)?)

n)- MiiZeme nyni upravit

5 &

Prvni vyraz na pfedchozi fadce je podle definice var((:)n), posledni je bias?. Prostfedni
vyraz je roven nule, protoZze E(O,, — u) = 0 a9 — p je konstanta. O
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Vybérovy prumér a rozptyl UkaZme si nyni nékolik konkrétnich odhadd a podi-
vejme se na jejich vlastnosti.

_ 1 —
X, = X, bErOVY DEIME
- ; vybérovy prameér
_ 1 & _
S2 == (X;— Xn)? ybérovy rozptyl
n=7 ;( ) Vyberovy rozpty
~ 1 & _
SZ = — ;(Xl - X,)? vybérovy rozptyl
Dvé varianty vybérového rozptylu jsou spojeny vztahem :9\721 = %S’Z zlomek
— se nazyva Besselova korekce.

Véta 86. 1. X, je konzistentni nestranny odhad
2. S2 je konzistentni asymptoticky nestranny odhad o
3. @% je konzistentni nestranny odhad o>
TODO: predpoklady pro konzistenci!

Diikaz. 1. Zakon velkych &isel (Véta 79) nam déva konzistenci. Pri jeho diikazu jsme
spoéitali stredni hodnotu X,,, takZe jsme zjistili, Ze odhad je konzistentni.

2. Dilkaz konzistence vynechdme. Spo¢teme ale E(S2 ) podobnym trikem jako vyse
u véty o velikosti MSE: pfic¢teme a odec¢teme vhodnou hodnotu — i tady ji fikdme i, ale
zde se jednd o E(X) (a tedy také F(X>), ..., a také E(X,,)).

TODO

3. Plyne snadno z 2. O
TODO: Pro normalni rozd&leni ... je MSE(S2) < MSE(S2).

13.1 Metoda momentu

Podivejme se nyni na obecnou metodu, jak vytvorit bodové odhady pomoci tak zvanych
momentt. Pfipomerime, Ze -ty moment ndhodné veli¢iny X je E(X"). Definujeme
nyni dva ptibuzné pojmy:

e m(¢9) :=E(X") pro X ~ Fy ... r-ty moment

e m,(¥) := 13" | X7 pro ndhodny vybér X1,..., X, z Fy ... r-ty vybérovy

T n

moment

—

Véta 87. m,.(9) je nestranny konzistenmi odhad pro m..(19)

Diikaz. Staci pouzit Vétu 86 pro veliCiny X7, ..., X/. O
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Metoda momentu: volime takové 9, které fe${ soustavu rovnic

-

m(9) = m,.(9) r=1,...,k.

(Typicky k bude pocet realnych Cisel, ktera tvoii parametr J.)

TODO: vlastnosti odhadi ziskanych touto metodou

Priklad 88. Pokracujme v nasem prikladu s poctem levdkii: X; bude 1 pokud je i-ty
Clovek levdk, jinak 0. TakZe X1, . .., X, je ndhodny vybér z distribuce Bern(9), kde ¥
Jje (nezndmy) podil levdkii v populaci. Urcete ¥ metodou momentii.

Miéme m, (¢9) = ¥ a m X,,. Odvodili j Jsme tedy nepfekvapivy zaver, Ze je
dobré zvolit jako n4§ bodovy odhad statistiku 6, = X,.

Piiklad 89. Nyni je X1,...,X,, je ndhodny vybér z distribuce N (u,c?) (napriklad
budeme mé¥it vysku ndhodné vybranych lidi). Zde je tedy parametr 9 = (u, o). Urete
¥ metodou momentii.

Tady je prvni moment m; (¢) = u. Ddle druhy moment je
ma(9) = E(X?) = var(X) + E(X)? = 02 + 1%
Metoda momentli ndm fik4, Ze mame poloZit

p=mi(9) = mi(9) = X,

— X2 4+ ...4 X2
o2 + 1 = ma(V) = ma(¥) = Al -+ A,

Resenim je tedy ©,, = (j1,6), kde

XP 4+ X2 o
¢

13.2 Metoda maximalni vérohodnosti (maximal likelihood, ML)

Nyni prozkoumejme dal$i metodu tvorby odhadd. Nékdy ndm ob€ metody daji stejny
odhad, n¢kdy jiny — pak si vybereme, ktery nam vice vyhovuje, napfiklad srovnanim
velikosti MSE.

UvaZzme opét ndhodny vybér X = (X1,...,X,,) z modelu s parametrem ¢. Bud’
x = (x1,...,%,) néktery mozny vysledek, tzv. realizace ndhodného vybéru X. (To
znamend, Ze pro néjaké w € Q je x; = X;(w) proi = 1,...,n.) Pokud se jednd o

diskréni ndhodné veliCiny, tak = ma néjakou sdruZzenou pravdépodobnost
v) = 1_[}?)(7;(%';19
i=1
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Parametr ¢ piSeme jako specialni argument oddéleny stfednikem, abychom naznacili,
Ze jde o principidln€ jiny vstup do px nez jsou naméfené hodnoty . Vzorec pro px ma
tvar soucinu, protoze X1, ..., X, jsou nezdvislé ndhodné veliciny.) Pokud zkoumame
spojité ndhodné veliciny, tak x m4 pfifazenu sdruZenou hustotu

n

Fx(@;0) = T Fx (@i 9).

i=1

Abychom mohli oba pfipady diskutovat najednou, definujeme vérohodnost (likelihood)
L(x;9) jako px (z; ) nebo fx (x;¥), podle toho, jaky je typ ndhodnych veliéin.

Uvédomme si rozdil oproti obvyklé situaci v prvni ¢asti prednasky: méli jsme za-
dané ¢ a pro riiznd x jsme urcovali hodnotu L(z;%). Nyni mdme naopak pevné x —
je to ten soubor hodnot, které jsme naméfili. Povazujeme tedy L(z; ) za funkei ¢ a
hleddme vhodnou hodnotu 9.

Metoda MV (ML): volime takové 1J, pro které je L(x; ) maximalni.

Vypocetné je Casto jednodussi misto hleddni maxima L(x;¢) hledat maximum lo-
garitmické vérohodnosti {(x;9) = log L(x;9) — a vzhledem k monotonii logaritmu
najdeme stejny vysledek.

Piiklad 90. Opét budeme pocitat leviky: X; bude 1 pokud je i-ty clovék levdk, jinak
0. TakZe X1, . .., X, je ndhodny vybér z distribuce Bern (1), kde 9 je (nezndmy) podil
levdkit v populaci. Urcete ¥ metodou maximdlni vérohodnosti.

Predpoklddejme, Ze ve vybraném vzorku bylo pfesné k levakl, pro konkrétnost
1 =--=x = 1,241 = --- = x, = 0. Pordd predpokladdme, Ze kazdy clovék ma
nezdvisle na ostatnich pravdépodobnost 1J, Ze je levdk. Pravdépodobnost pozorovaného
méfeni je tedy

L(z;9) =0k —9)n* neboli
U(z;9) = klog® + (n — k)log(1l — 1) a tedy
E n—-k
7 _h
U(z;9) = R

Chceme najit ¢, pro které bude L(z; ) maximdlni, coZ je totéZ, jako Ze bude £(x; )

maximalni. Podle zdkladt analyzy je to bud’ na kraji intervalu (ale tam je L nulové a
¢ nedefinované) nebo v bodé, kde je derivace podle ¥ nulova. Plati tedy % = 7;:{; a

odsud snadno ¥ = k/n. Neboli, dospéli jsme opét k bodovému odhadu X, pro 9.
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plot (binomial(17,2)*pA2* (1-p)A1s, fo,1])

0.25

0.2

0.2 0.4 0.6 0.8 1

Piiklad 91. Nyni je X1,..., X, je ndhodny vybér z distribuce N(u,c?) (napriklad
budeme mé¥it vysku ndhodné vybranych lidi). Zde je tedy parametr 9 = (u, o). Urlete
¥ metodou maximdlni vérohodnosti.

Tady se jednd o spojité zobrazeni, budeme tedy pracovat s hustotou f = fx,. Plati
fis9) = —Jpme™@mm /o) ke

27
(zi — p)?
Lx;09) = o T log o — log v/ 2m a tedy
o
. 7771(501'*#)27 _
Lz;9) = g oz nlogo — nlog V2w
o

=

1=

V bodé kde funkce ¢(x; 1) nabyva maxima jsou derivace podle 4 i podle o rovny nule
(defini¢ni obor je oteviend mnoZina, neboli nema Zadné , krajni hodnoty ). Je tedy

9 L) — - 2(zi — ) _ 4
87/(%19) = ; === 0 a také
0, o =2 —-p? n

55 {@i9) = ; g, =0

Z prvni rovnice dostavdme ihned /i = X,,. Z druhé pak 62 = .
TODO: MSE pro S,,, Sy,.

13.3 Intervalové odhady normalni n.v. s neznamym rozptylem —
Studentuv t-test

Zavedeme v rychlosti tzv. Studentovo rozdéleni®. Necht' X1, ..., X, ~ N(u,o?) jsou
n.n.v. Oznaéme tak jako diive X, jejich vybérovy primér a S? jejich vybérovy rozptyl.
Studentovo t-rozdéleni s n — 1 stupni volnosti je rozdéleni n.v.

Xn — K

Sn/Vn

3pojmenované podle Williama Gosseta, statistika a hlavniho experimentalniho slddka v pivovaru Guin-
ness, kterému jeho zaméstnavatel nechtél dovolit publikovat védecké prace pod pravym jménem
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Vsimnéme si, Ze tato veli¢ina ma stejné rozdéleni, bez ohledu na to, s jakym p a o
jsme zacinali, zavisi jen na poctu séitanci. Hustota Studentova rozdéleni ma pfimé-
fené hezky vzorec, ktery ale nebudeme potfebovat, jen si v§Simneme toho, Ze to je suda
funkce (pokud by bylo ;# = 0 a my zménili znaménko u kazdé X;, dostali bychom
bod se stejnou hustotou pravdépodobnosti diky symetrii normalniho rozdé€lni). Distri-
bucni funkce Studentova rozdéleni je oznacovand ¥,,_;(x). M4 hodnoty v tabulkdch
a zejména v knihovnich funkcich — pt(x,n—1) v R, scipy . stats .t.cdf(x,n—1) v py-
thonu). VSimnéme si ale, Ze pokud ve vzorci napiSeme misto .S, skute¢nou hodnotu
smérodatné odchylky, o, tak dostaneme ndhodnou veli¢inu (X,, — u)/(o//n), o které
jsme jiz diive zjistili, Ze ma standardni normdlni rozdéleni N (0, 1). Odsud tedy ma-
Zeme usoudit, Ze Studentovo rozdéleni je jakdsi aproximace N (0, 1). ProtoZe vime,
ze §721 je konzistentni odhad pro o2, tak Ize odsud i odvodit (detaily vynechdvame),
Ze t-rozdéleni s n — 1 stupni volnosti se s rostoucim n blizi N(0,1) (konvergence v
distribuci).
TODO: graf

Véta 92. Necht’ X1, ..., X, je ndhodny vybér z N(u,c?). Parametr 9 = (u,o)
nezndme, chceme ale urcit jen yi. Opét mdme o € (0,1). Necht’ V,, 1 (to/2) = 1—a /2.

e

C:L = [X71*57Xn+5] pro 5*75@/2

Pak P(Cl, 5 p)=1-q.

Diikaz. Podobné jako pfedchozi intervalové odhady: uvédomime si, Ze

n—0<pn<X,+0 je totéz jako
- < Xn —p<é neboli
0//2 < =—F= t(x/Q

n/ f
Nyni zbyva pouZit definice ¢,/ a symetrie, diky niZ je ¥,,_1(—t,/2) = /2. O

14 Testovani hypotéz

V této kapitole si ukdZeme zdklady statistického testovani hypotéz, které tvori zdklad
velké ¢asti dnesni védy. Jako tvodni ilustraci si uved’ me tfi piiklady.

Priklad 93. Rozhodnéte, zda se (v dané zemi) rodi stejné chlapcii a divek.

Napfted si ujasnéme, co znamena otdzka: pokud mame pristup ke v§em informacim
o narozenich, tak mtizeme dany poCet pfesné spocitat. Ale je nutné predpokladat, Ze
pocty budou v priibéhu ¢asu nahodné kolisat — nasim tkolem je poznat, jestli namétrend
data jsou vysvétlitelnd ndhodnym kolisanim, nebo zda se deti néjakého pohlavi rod{ vic.

Tuto dlohu fesil v roce 1710 skotsky polyhistor John Arbuthnot. Jeho postup bychom
dnes nazvali znaménkovy test. Pokud se v jednom roce narodi vice chapct, napiSeme si
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+, pokud vice divek, zapiSeme —. Pokud je pocet stejny, zapiSeme O (a dany rok nebu-
deme poditat). Johnu Arbuthnotovi vySlo 82 plust z 82 dvou zkoumanych let, usoudil
tedy, Ze se chlapcii rodf vice.* Takovy vysledek bychom ndhodou (tj. za pfedpokladu,
7e se chlapci a divek rodi stejn&) dostali s pravdépodobnosti cca 1/2%2, tedy skoro
nulovou. (K zamysleni: kdyby pomér byl vice vyvéazeny, tfeba 50 plusi a 32 minusu,
jak byste rozhodli? Jak urcit spravnou hraniici?)

Priklad 94. TODO: piti ¢aje

Priklad 95. Z tisice hodii korunou ndm padl orel 472-krdt. Mdme minci (nebo toho,
kdo s ni hdzi) podezirat z podjatosti?

Jako rozumné vypadd stanovit néjakou hranici = a pokud bude O, pocet orld, mens{
nez x, tak zahlasit, Ze je mince faleSnd. (Nebo mozna budeme protestovat i pokud bude
O > 1000 — z — zéleZi na Ghlu pohledu.) Vybér z ndm dava umoZziiuje balancovat mezi
dvéma moZnymi chybami: pokud zvolime z prili§ malé, tak pozname jen hodné fale$né
mince. Pokud naopak bude x moc blizko k 500, tak budeme varovat pied faleSnou minc{
bezduvodné, pri kazdé ,,nahodné oscilaci. Obvykly piistup k tomuto dilamatu je ten,
Ze napred stanovime tzv. hladinu vyznamnosti o a pak = vybereme tak, aby chybné za-
mitnut (tj. chybné varovani pied faleSnou minc{) mélo pravdépodobnost rovnou (nebo
blizkou) a. Volba « zavisi na oboru TODO.

Dal$i mozné otdzky, které miZeme pomoci statistického testovni hypotéz zkou-
mat: M4 vylepSeny program krat$i dobu béhu nez pivodni? Je 1éCba nemoci metodou
X dobra? (Lepsi nez placebo, lep$i nez metoda Y, ...) Jsou levaci lepSi boxefi nez
pravaci?

Jak k takovym otdzkdm obecné pfistupovat? PopiSeme si metodu prosazovanou
statistikem R.A. Fisherem.

e UvéZime dvé hypotézy: Hy, Hq

* Hy, tzv. nulovd hypotéza (null hypothesis), zna¢i defaultni, konzervativni model
(1ék nefunguje, mince je spravedlivd)

* M, tzv. alternativni hypotéza (alternative hypothesis) — znali alternativni model
»Zajimavost*

* vystup naseho testovani je, Ze bud’ nulovou hypotézu H; zamitneme (data nas
~donuti* myslet si, Ze nas popis svéta neni spravny), nebo nezamitneme (tj. po-
zorovana data jsou s nulovou hypotézou v souladu).

ProtoZe vSechna nase pozorovani jsou vysledek ndhodného procesu, nemtizeme nic
tvrdit s jistotou. Muzeme se tedy dopustit dvou typt chyb:

* Chyba 1. druhu: chybné zamitnuti. Zamitneme Hy, i kdyZ plati. ,,Trapas.*

* Chyba 2. druhu: chybné pfijeti. Nezamitneme I, ale ona neplati. , Promarnénd
prilezitost.*

4Pomér je typicky kolem 1.05 chlapcti na jednu divku, ale zdvisi na mnoha okolnostech.
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Postupujeme tedy takto:
* Vybereme vhodny statisticky model.

* Volime hladinu vyznamnosti (significance level) o.. Test budeme konstruovat tak,
aby pravdépodobnost chyby 1. druhu, tj. chybného zamitnuti Hy, byla «. Ty-
picky a = 0.05.

 Uréime restovou statistiku T = h(Xy, ..., X, ), kterou budeme urcovat z namé-
fenych dat.

» Urcime kriticky obor (rejection region) — mnozinu W.

¢ Naméfime hodnoty z1, ..., x,, realizace ndh. veli¢in X1, ..., X,, — aZ ted’, po
urCeni vSech detaild testu. Jinak bychom byli v pokuseni vybrat z nékolika moz-
nych testt ten, ktery ndm dava spravné vysledky.

* Rozhodovaci pravidlo: zamitneme Hy pokud t = h(z1,...,2,) € W.
e Jetedy a = P(h(X) € W; Hy).

¢ Dile oznacime 8 = P(h(X) ¢ W; Hy) pravdépodobnost chyby 2. druhu. Hod-
notu 1 — 3 oznacujeme jako silu testu.

Vyse uvedeny postup dava jen dva vystupy: ano/ne. Miizeme ale chtit z namére-
nych dat zjistit ndco vice. Casto pouZivany postup je vypoéet tzv. p-hodnoty: minimaln{
a, pro které bychom Hy zamitli. Jinak feCeno, je to pravdépodobnost, Ze naméiime
data, kterd jsou alespon ,tak Spatnd‘ jako ta, co vidime.

Viimnéte si, Ze nepiSeme P(h(X) € W|H,). Stfednik v zdpise md naznadit, Ze
pocitame pravdépodobnost ve svété, kde plati hypotéza Hj. ProtoZe ale to, v jakém
Zijeme svété (a jaké hypotézy ho popisuji) nepovazujeme za ndhodny jev, nemiZeme
zde pouZit znaeni podminéné pravdépodobnosti. Toto se zméni v tzv. Bayesovské
statistice, ke které se ale tento semestr nedostaneme.

Priklad 96. Nalili ndm sprdavnou miru? Nebo presnéji: je stfedni hodnota takovd, jakd
Jje v ndpojovém listku?

e X1,..., X, ndhodny vybér z N (1, 02)
* Piedpoklddejme, Ze 0% zndme ze zkuSenosti.

* Hy:9Y = p(napt. p=0.54¢) Hy:9#u

Postup: volime statistiku Z = f/\;ﬁ“ Vime, 7e Z ~ N(0,1), pokud plati Hy.
Proto pokud zvolime W = {x : || > 242}, kde opét z, /> = @' (1 —«/2), tak bude
pravdépodobnost chyby 1. druhu pfesné «. (Pravdépodobnost chyby 2. druhu, a tedy
sila testu, zavisi na tom, jak je ¢ blizké k p.)

Toto je priklad tzv. jednovybérového testu (one-sample test) — vybirame z jedné po-
pulace, testujeme jeji parametr. Koncepéné jiny je tzv. dvouvybérovy test (two-sample
test), kde vybirdme ze dvou populaci a testujeme, zda se jejich statistické vlastnosti
lisi.
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Priklad 97. Nalili ndm stejné jako kamarddovi? Nebo presnéji: je stfedni hodnota
stejnd pro nds oba?

e X1,..., X, ndhodny vybér z N(9x,0?)
e Y1,...,Y,, ndhodny vybér z N (Jy,0?)
* Piedpokiddejme stdle, Ze o* zndme.

e Hy:9x =1y H, :9x #9y

Oznaéme S = X,, — Y,,. Opét jist& plati E(S) = 0, pokud plati Hy. Spoéteme
nyni rozptyl: - ~
var(S) = var(X,,) + var(Yy,) = 0% /n + o*/m.
Oznacime tedy

X, Y,

7 = ——.
/1 1

g E+E

Podle pfedchoziho vypoltu je Z ~ N(0,1). MiZeme tedy volit W stejné jako v pred-
chozim ptipadu.

Test, ktery jsme vytvofili, se nazyva Z-test.

Co si pocit s nest’astnym predpokladem znalosti rozptylu? PouZijeme vybérovy
rozptyl, neboli bodovy odhad rozptylu z naméfenych data. V piipadé jednovybérového
testu tedy ozna¢ime S2 = —L->"" (X, — X,,)%a

X, —
r=2nk
Sn/Vn
Pokud je totiz gﬁ odhad rozptylu jednotivych veli¢in, tak jejich primér ma rozptyl
n-krat mensi, proto ve jmenovateli vystupuje Sy, //n. Jak uZ jsme si fikali u intervalo-

vych odhadd, rozdéleni veli¢iny 7" je znamé, je to tzv. Studentovo ¢-rozdéleni. Zejména
jeho parametry nezdvisi na ¢ ani na o. Upravime tedy kriticky obor na

W =A{x:|z|>ty}, kdet,/o = U, (1 — a/2).

TODO: Co v pripadé dvouvybérového testu?

Upraveny test, se nazyva T-test (a pouZiva se Cast&ji nez Z-test, protoZe predpoklad
znalosti o2 je trochu umély). Historicky se tyto testy pouZivaly s tabukami funkci ® a
W,,_1. Dnes misto tabulek obvykle pouZijeme knihovni funkce ve vhodném softwaru,
nebo spi§ rovnou funkci, které predhodime vstupni data a ona spocitd, zda hypotézu
zamitnout, resp. jakd je p-hodnota. V Pythonu tak pouZijeme scipy.stats.ttest_1samp()
nebo scipy.stats.ttest_ind(), v Rku t.test().

TODO pérové testy!

TODO: Ilustrace s ¢isly na computeru

* X1,...,X,, ndhodny vybér z Ber(dx)
* Y1,...,Y,, ndhodny vybér z Ber(dy)
* Hy:vVx =1y Hy:dx # vy
TODO
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p-hacking Lakavy postup je naméfit néjakd data, hledat v nich zajimavosti, a ty pak
povazovat za prokdzanou pravdu. Je ale tfeba si uvédomit, Ze kdyZ mame dost dat,
tak tam néjaké zajimavosti budou ,,shodou okolnosti* (néco jako Ramseyova véta v
diskrétni matematice) — viz obrazek o pavoucich v dvodu statistické kapitoly.

Jesté hife: mtizeme byt v pokuSeni test opakovat, dokud neobjevime Zadany vysle-
dek. Je ale tfeba si uvédomit, Ze to je ekvivalent toho, kdyZ hrajeme ,,Clovéée, nezlob
se* a kdyZ ndm nepadne Sestka, tak se dozadujeme opakovaného hodu.

Spravny pfistup je usilovat o reprodukovatelnost — po exploracni analyze dat udé-
ldme nezdvisly sbér dat a ten analyzujeme konfirmacné. Pfipadné dopfedu ndhodné
rozdélime data na Cast pro tvorbu hypotéz a ¢ast pro jejich potvrzeni ... jednodu-
chy pfipad kiiZzové validace (cross validation). Z pohledu celé védecké komunity jsou
kontrolou reprodukovatelnosti tzv. metaanalyzy — prehled riznych pozorovani téhoz
experimentu a souhrn toho, co kolikrat vyslo.

14.1 Testy dobré shody

P

Zatim jsme se prevazné bavili o méfeni numerickych dat — takovych, kde dava smysl z
naméfenych hodnot pocitat primér. Nyni se podivdme na kategoridlni, takova, kde pii-
padné prirazeni ¢isel jednotlivym variantdm mad jen smysl pomocného kédovani: barva
o¢i, politickd preference, misto narozeni. Pak jediné, co mizeme zkoumat, je pocet

opakovani jednotlivych hodnot. Pfipomeiime si definici multinomického rozdéleni.

Definice 98. Ddna p1,...,pr > 0tak, Ze p1+pa+- - -+pr = 1. n-krdt zopakuji pokus,
kde muZe nastat jedna z k moznosti, i-td md pravdépodobnost p;. X; := kolikdt nastala
i-td moznost (X1, . .., Xi) md multinomické rozdéleni s parametry n, (p1, . . . , D)

e trividlni pfipad: X; = pocet hodd kostkou, kdy padlo ¢
e dulezity ptipad: X; = pocet vyskytl i-tého pismene, i-tého slovniho druhu, ...

e P(Xy=21,..., X =a) = (wl)ﬁwk)p‘fl...pi’“ (%)

Budeme ted’ uvazovat situaci, kdy jsou jednotlivé pravdépodobnosti nezndmy pa-
rametr, budeme je tedy oznaCovat ¢ = (¥1,...,9;) € O (mnoZina © tedy obsa-
huje vSechny k-tice nezapornych ¢isel se souctem 1). Vybereme si oblibenou hodnotu
¥* € © a budeme testovat nulovou hypotézu H : 1 = 9*. Tak jako v predchozi kapi-
tole bude nasim cilem stanovit pravidlo, kterd naméfend data jsou ,,pfili§ extrémni* na
to, abychom véfili, Ze pochazeji z multinomického rozdé€leni s parametry n, ¥*. I tady
to udélame tak, Ze vybereme vhodnou statistiku T = T(Xy,...,X,,) a zamitneme
pokud bude T pfili§ velkd, tedy bude W = (-, o0) pro vhodnou hodnotu .

Oproti hodu minci v minulé kapitole, tady neni viibec jasné, jakou 7" zvolit, ne-
boli jak méfit, Ze hody kostkou neodpovidaji modelu: asi bychom byli nejradéji, kdyby
X; = ¥}n — ale co kdyZ to neplati, jak mdme odchylky jednotlivjch méfeni kombino-
vat?

Obecny postup (ktery se hodi nejen u testd dobré shody) je tzv. test podilem véro-
hodnosti (likelihood-ratio test). Vychdzime z pojmu vérohodnosti, ktery jsme uz po-
tkali v kapitole o bodovych odhadech. AZ budeme mit naméfend data x = (x1, ..., xg),
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tak kazdému parametru ¥ € © pfiradime vérohodnost L(z;¥). Pfipomefime, Ze takhle
jsme metodou maximalni vérohodnosti hledali takové 0, pro které je L(x; 19) maxi-
mélni. Pokud ¥ # ¥*, tak je vérohodnost ¥* men$f — pokud bude men3i o hodné, tak
bychom asi radi zamitli nulovou hypotézu. Budeme tedy posuzovat podil L(z; ) /L(z; 9*).
Z technickych divodi formulku jesté upravime:
L(x;9)
G =2log L)’

Podivejme se nyni, kam nés tato metoda zavede pro multinomické rozdéleni. Podle
vzorce (x) je L(x;9) = Hle ¥7i. Pro nalezeni nejvérohodn&jsiho parametru ¥ m-
Zeme pouZit postup z matematické analyzy — metodu Lagrangeovych multiplikatord
pro nalezeni vazanych extrémt. TODO Touto metodou bychom dosli k ocekavanému
vysledku i /n. Explicitng, pro kazdé i je nejvic vérohodnd pravdépodobnost i-tého
vysledku U; = x; /n, neboli se jednd o ,,nasamplovanou pravdépodobnost* ziskanou
nasim méfenim. (Vsimnéte si, Ze to souhlasi s vypoctem pro £ = 2 (hazeni minci) v
kapitole TODO.)

Po dosazeni ziskdvame

To jesté pro prehlednost pfeznacime — oznacime E; ofekdvanou (expected) hodnotu
X; a O; pozorovanou (observed) hodnotu. Je tedy E; = nvd; a O; = z;. V tomto
znaceni mame

G=2) O;log E
i=1 i

Tento vyraz se dd aproximovat pouZitim Taylorova polynomu a dostaneme

k
, ZEi—OiQ

i=1

Ted” mame hned dvé statistiky, které n¢jakym zptisobem méfi odklon naméfenych
dat od idedIniho stavu E; = O; (v ném bude G = x? = 0) aZ po extrémni pfipad, kdy
vSechny pokusy dopadly stejnym vysledkem.

Zbyva posledni krok: stanovit kriticky obor, ve kterém budeme nulovou hypotézu
zamitat. Tak jako v jinych pripadech testovani hypotéz musime vyvaZzit pravdépodob-
nost chyby L. a II. druhu. Zvolime tedy « a hleddme takové v, aby P(T > v; Hy) = «
(pro T = G nebo T = x?). Jak to udélat? Mame tii moZnosti:

e pro mald n mtizeme projit postupné v§ech k£™ moznych vystupti n pokusti (nebo o
néco efektivnéji, v§ech (”t}fl) moznych vysledk multinomického rozdélent).
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Pro kazdy z nich vyhodnotime statistiku 7" a pak vybereme takovou hodnotu +,
aby T > = jen ve 100« procentech pfipadi. Zde budeme znat pravdépodob-
nost chyby prvniho druhu pfesné, proto se tomuto postupu fikd ptesny, nebo téz
exaktni test. Je ale ponékud neprakticky.

e pokud je n vétsi, mizeme postup podle predchoziho bodu simulovat pomoci
dostatecné velkého poctu nahodnych vzorku. Pro pfipad s kostkou: hodime tisic-
krat n idedlnimi kostkami, pokazdé zméfime hodnotu T'. Jako -y pak zvolime 51.
nejhorsi naméfenou hodnotu.

* konecné pro velké n a statistiku x2 miZeme pouZit aproximaci pomoci tzv. x2-
rozdéleni s k — 1 stupni volnosti. Jde o rozdé€leni ndhodné veli¢iny Q = Z? +
<o+ Z% |, kde Zy, ..., Zk_1 jsoun.n.v. s rozdélenim N (0, 1). D4 se ukdzat, Ze
pro velkd n je rozd&leni (diskrétni n.v.) statistiky x? (za platnosti hypotézy Hy)
blizké rozdéleni (spojité n.v.) Q. Budeme tedy volit v = Fg '(1 — «) a pak bude
platit P(Q > v) = a.

Priklad 99. Hdzime opakované kostkou. Jednotlivd Cisla padla s Cetnosti 92, 120, 88,
98, 95, 107. Je kostka spravedlivd?

Miéme tedy n = 600, z = (92,120, 88,98, 95, 107). Testujeme nulovou hypotézu
Hy: 9 =9*=(1/6,...,1/6). Nejvérohodn&jsi parametr je

9= (92/600, 120/600, 88/600, . .. ).
Nicméné mozna je ¥* také dost vérohodné? Dosadime do vzorce

»_(92-100)° (120 100)* (88— 100)° (98— 100)°
X T 00 100 100 100
(95 —100)2 (107 — 100)>
n T

100 100

Ke zjisténi, zda 6.87 je piili§ velkd pouZijeme aproximaci pomoci x? rozdéleni s péti
stupni volnosti. Pomoci knihovni funkce qchisq (0.95,5) ziskame v = 11.1. Takze
vysledek naSeho hédzeni kostkou rozhodné neumoZiiuje nulovou hypotézu zamitnout.
MiZeme i spocitat p-hodnotu pomoci 1-pchisq (6.87,5) ziskame pfiblizné 0.23 — takze
cca 23 procent hodi kostkou je jesté vic nevyvaZzenych, neZ ten, ktery analyzujeme.

= 6.87

DalSi rozsireni

* Pro zkoumani rozdé€len{ libovolné n.v. Y miZeme vybrat ,,ptihradky By, ..., B
(rozklad R) a zkoumat, kolikrat je Y € B;

* Obdobny test pro nezavislost (diskrétnich) ndhodnych velicin

15 Linearni regrese

TODO
TODO regrese jako testovani hypotéz
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16 Neparametricka statistika

16.1 Empiricka distribucni funkce

Zatim jsme prevazne€ mluvili o tzv. parametrické statistice — uvazovali jsme modely
popsané pomoci parametrt, typicky jich nebylo mnoho (napiiklad stfedni hodnota a
rozptyl). To mnoho véci zjednoduSuje (mj. ndm pak sta¢i méné dat) — ale nepomtize
nam to v situaci, kdy zkoumana situace takovy jednoduchy model nema.

Pokud tedy nemtiZzeme hledat parametry, co nim zbyva? Kazda ndhodna velicina,
resp. jeji distribuce, je pfesné popsand pomoci distribu¢ni funkce. MiZeme se tedy
pokusit tuto distribuéni funkci aproximovat.

Definice 100. Necht’ X1, ..., X, ~ F je ndhodny vybér. Empiricka distribu¢ni funkce
(empirical CDF) je definovdna

Fu(a) = W

kde I(X; < x) =1 pokud X; < x a 0 jinak.

ecdf(X) ecdf(X)

Véta 101 (Vlastnosti ecdf). Pro pevné x plati

» E(F, (x) = F(x)

o var(F, (7)) = Z@0-F&)

e F,(x) konverguje k F(x) v pravdépodobnosti, piseme F,(x) Ei F(x).
Diikaz. Slaby zékon velkych Cisel. O
Pozndmky:

* plati i silnéj$i Glivenko—Cantelliho véta, ktera fikd, Ze konvergence k nule plati
,pro vSechna x najednou*:

lim sup |F(z) — F,(z)] =0 skoro jisté.

n—o0 z€R
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e e

vergence.

~

Véta 102 (Dvoretzky-Kiefer-Wolfowitz). Necht’ X;,..., X, ~ F jsou n.n.v., F, je-
Jich empirickd distribucni funkce. Necht’ E(X;) je konecnd pro kaZdé i = 1,... n.

1

Zvolme o € (0,1) a oznacme € = /5 log 2. Pak plati

P(F,(z) —e < F(z) < Fy(z) +¢) > 1 — .

TODO: disledek: KS test (Kolmogorov Smirnov)

ecdi()

(Obrazek vytvoril wiki-editor Sivajil2331, o = 0.05.)

ecdi()

16.2 Permutacni test
* Mame k dispozici dvé sady nezavislych ndhodnych veli¢in (ndhodné vybéry):
e Xi,..., Xpn~FxaYy,...,Y,, ~ Fy
¢ Chceme rozhodnout, zda plati Hy : F'x = Fy nebo Hy : Fx # Fy

Piiklady: doba béhu programu pred/po vylepseni, hladina cholesterolu u lidi co
jedi/nejedi Zazraénou Superpotravu™, frekvenci krétkych slov v textu autora X
ay.

* Nevime nic o vlastnostech F'x, Fy (zejména necekdme, Ze je normaln{)
Postup:
* Zvolime vhodnou statistiku, napf.

T(Xla-”aXnlev'”;Ym) = |Xn _)_/7n|
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A tobs = T(Xl,...7Xn,Y1,...,Ym)

* Za piedpokladu Hy jsou ,,v8echny permutace stejné“: X; i Y se generovaly ze
stejného rozdéleni.

¢ Ndhodné zpermutujeme zadanych m + n Cisel a pro kazdou permutaci vycislime
T —dostaneme 11,15, . . ., T{mn)-

* Jako p-hodnotu vezmeme pravdépodobnost, Ze T' > tqps, neboli
B > (T > tons)
P= ) A

* To je pravdépodobnost chyby 1. druhu, neboli Hy zamitneme, pokud je p < «
(pro nasi zvolenou hodnotu o, napf. o = 0.05).
VylepSeni

e Zkouset vSechny permutace muiZe trvat moc dlouho. Vezmeme tedy jen vhodny
pocet B nezdvisle ndhodné vygenerovanych permutaci a spocitdime jenom B
hodnot 71, ...,Tg.

* Jako p-hodnotu vezmeme odhad pravdépodobnost, ze T' > t,ps, neboli

1

|

B
D (T > taws).
j=1

* Pro dostatecné velké m, n dava podobné vysledky jako testy zaloZené na CLV,
vhodné je tedy zejména pro stfedné velké pocty.

17 Generovani n.v.

Zakladni metodou je tzv. inverzni samplovdni (inverse sampling), neboli pouziti Véty 61.
(Jméno je odvozeno z toho, Ze pro spojité n.v. je kvantilova funkce inverzi funkce dis-
tribucni.)

Neni téZké si rozmyslet, Ze metoda funguje i pro diskrétni n.v. a dél4 ptesné to, co
by ¢lovék cekal: pokud pozadovand n.v. nabyva hodnoty x1, x5, ... s pravdépodob-
nostmi pq, pa, . . ., tak rozdélime interval [0, 1] na intervaly délek pq,pa,... a pokud
U, tj. uniformni n.v., padne do i-tého intervalu, tak vygenerujeme hodnotu z;.

Casto se ale stane, Ze neumime dobfe spocitat kvantilovou funkci ndhodné veliciny,
ale hustotu umime. Pro tyto pfipady je vhodnd metoda zvand zamitaci samplovdni (re-
Jjection sampling). Je zaloZend na tom, Ze chceme generovat n.v. X za pomoci n.v. Y,
kterou generovat umime. Pfitom X a Y maji podobné rozdéleni, v tom smyslu, Ze pro
né&jakou konstantu ¢ > 0 plati pro v8echna redlnd ¢ nerovnost fx (t) < cfy (t).

K pochopeni metody se hodi si pripomenout ivodni pohled na hustotu n.v.: po-
kud B = (By, B2) je ndhodny bod pod grafem funkce fx, tak By, prvni soufadnice
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bodu B, ma rozdéleni X. Pokud zafixujeme hodnotu prvni soufadnice B; = z, tak
plati 0 < By < fx(x) (protoZe B je pod kiivkou fx), navic je By v tomto rozsahu
uniformné rozde€leny.

1. Vygenerujeme y, u coby realizace n.v. Y s hustotou fy,a U ~ U(0, 1).
2. Pokud u < 2X qak X =

3. Jinak hodnotu Y, U zamitneme a opakujeme od bodu 1.

Vysvétleni: pro dané y je cu fy (y) rovnomérné rozdéleno na [0, ¢ fy (y)]. Pokud je
tato hodnota mensi nez fx (y), tak dvojice (y, cufy (y)) je ndhodny bod pod grafem
fx, a tedy ji miZeme pouZit k vygenerovani n.v. X. Pokud je cufy (y) > fx(y),
musime y i » zahodit a zacit znovu.

Nékdy se téZ pouZzivaji specidlni dpravy pro jednotlivé druhy ndhodnych velicin:
tzv. rozdéleni gamma je souctem nékolika nezavislych exponencialnich rozdéleni. M-
Zeme ho tedy tak i generovat. Normdlni rozdéleni je vhodné generovat po dvou v polar-
nich soufadnicich, atd. To v§ak uvddime jen pro zajimavost, k podrobnéjsimu zkoumani{
to nechame specialistim.

18 Seznam znaceni

{X=z}={we: X(w) =z}

* px(x) = P(X =) = P({X = z}) — pravdépodobnostni funkce X

* pxy(z,y) = P(X =2&Y = y) — sdruzend pravdépodobnostni funkce X,Y
* px|y(zly) = P(X = 2 | Y = y) — podminénd pravdépodobnostni funkce X

* Fx(z) = P(X <z)=P{X < a}) - distribuéni funkce X

* Fxy(z,y) = P(X <2 &Y <y)-—sdruZend distribu¢ni funkce X,Y
* fx(z) —hustota X

* fxy(z,y)— sdruZend hustota X, Y

* fxiyv(zly) = fxy(z,y)/ fy (y) — podminénd hustota X, Y

* (a,b),[a,b] — otevieny, uzavieny interval

* (a,b) — skaldrni soudin
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19 Prerekvizity

Aneb co pouZivame z jinych ¢asti matematiky (zatim jen heslovité).

n E_ 1—g"t!
* Zk-:oq - 1—q

* e dt = ﬁ
* Yoo (R)ty" T = (@4 y)"
* k=0 () (2 = ("F7)

* Definice fab f

* Pokud f : [a,b] — [0,00) je funkce, tak ff f(z)dx je obsah plochy omezené
grafem funkce f na intervalu [a, b]. (Pokud tedy ten integral existuje.)

TODO: obrazek

* vztah integrilu a derivace

20 Bonusy

Neprednaselo se, nemusite umét. Ale tieba to nékoho zaujme.

Spojitost pravdépodobnosti
Véta 103. Necht’ pro mnoZiny z prostoru jevii plati
A CA CA3C -
a A = U2, A,. Pak plati
P(A) = Zlgglo P(A;).

« A, C {P,O}N, A,, = mezi prvnimi n hody padl aspoii jednou orel.

Borel-Cantelliho lemma

Véta 104. Necht' jevy A1, As, ... spliuji P(A;) = p; > 0 pro kaZdé i. Oznacme Nic
jev ,nenastal Zddny z jevii { A;} “ a Inf jev ,,nastalo nekonecné mnoho z jevit { A;} “.

1. Pokud ), p; < oo, tak P(Inf) = 0.

2. Pokud jsou jevy Ay, As, . .. nezdvislé a
>; bi = oo, tak P(Nic) = 0, P(Inf) = 1.
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